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1 ÚVOD

Hlavním cílem této diplomové práce je najít vazby mezi obrazy lomových povrch� a
lokální makroskopickou rychlostí ší�ení trhliny pomocí vlnkové transformace. V podstat� se
jedná o kombinovanou úlohu z obrazové analýzy a analýzy dat. Práci lze rozd� lit do dvou
hlavních � ástí: 

1) konstrukce algoritmu, který z daného obrazu vytvo�í vektor p�íznak� , 

2) analýza vektoru p�íznak� s cílem konstrukce složeného parametru, korelujícího
s makroskopickou rychlostí ší�ení trhliny (CGR1).

Zatímco druhou úlohu �eší do zna� né míry rozvinutá teorie (nap�. statistika, neuronové
sít� , apod.), algoritmus první � ásti lze navrhnout mnoha zp� soby, nap�íklad dekompozicí
obrazu do harmonických rovinných vln Fourierovou transformací. Tato práce používá pro
dekompozici speciálních tzv. vlnkových funkcí2, mezi jejichž základní vlastnosti pat�í
lokálnost a oscila� ní tvar - proto vlnky. Vlnkovým rozkladem se pak rozumí dekompozice
obrazu v bázi složené z vlnkových funkcí. Z tohoto rozkladu jsou zkonstruovány vhodné
charakteristiky, tzv. vektor p�íznak� , které jsou dále transformovány (nap�. pomocí lineární
regrese) na složený parametr korelující s rychlostí ší�ení trhliny. Volba vhodného vlnkového
rozkladu spolu s konstrukcí a výb� rem vhodných charakteristik tvo�í t� žišt�  této práce. 

Z hlediska zadání diplomové práce se kapitoly 2 a 3 v� nují dvojrozm� rné vlnkové
transformaci. Diskrimina� ní analýza dat a neuronové sít� jsou zpracovány v kapitole 4.
Aplikaci t� chto teorií v kontextu analýzy obrazových textur fraktografických lom� , v� etn�
optimalizace výb� ru, konstrukce a testování, se v� nuje kapitola 5. Výpo� etní algoritmy byly
vypracovány v programu MATLAB a nejsou sou� ástí tohoto textu. Strukturáln� pojatá vlnková
transformace obrazu nebyla vytvo�ena z d� vodu obsáhlosti rešerše a implementace ostatních
použitých transformací. 

1.1 Fraktografická rekonstrukce histor ie r � stu únavové
trhliny

Fraktografie se zabývá studiem a popisem nových povrch� , vytvo�ených v pevných
t� lesech ú� inkem proces� porušování. Zkoumá vztahy mezi t� mito povrchy a mechanismy
porušování, vlastnostmi materiálu a dalšími faktory, které vyvolaly a ovlivnily proces
porušování. 

Mezi b� žné úlohy fraktografie pat�í stanovení typu lomu (tvárný � i št� pný, interkrystalický
� i transkrystalický) ze snímk� lomové plochy. K jejich popisu se používá soubor�
geometrických charakteristik povrchu, tzv. morfologických znak� , jako jsou nap�íklad striace

1 Crack growth rate.
2 Z anglického slova „wavelet“  - malá vlna.
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� i tvárné d� lky. Fraktografické znaky jsou pak takové morfologické znaky, jejichž výskyt je
jednozna� n� vázán na ur� itý mechanismu porušování. Fraktograf je schopen zkušenosti
s obrazy lom� jednoho materiálu zobecnit a aplikovat i na obrazy lom� jiného materiálu. Ty
mohou na první pohled vypadat rozdíln� , ale díky spole� nému mechanismu porušování mají
spole� né charakteristiky.

Vývoj automatického rozpoznávání a vyhodnocování fraktografických znak� (pomocí
po� íta� ových algoritm� ) je v raných fázích, ve v� tšin� p�ípad� stanoví p�esnou analýzu pouze
odborník. Nejv� tší p�ekážkou je obtížnost popisu morfologických znak� matematickými
pojmy, což vede k nutnosti vytvá�ení alternativních charakteristik obrazu, � asto velmi
složitými algoritmy. Konstrukce charakteristických veli� in odpovídajících morfologickým
znak� m je dále komplikována požadovanou univerzálností t� chto charakteristik. 

P�estože v sou� asné dob� ješt� neexistují dostate� n� robustní a univerzální algoritmy pro
vyhodnocování fraktografických znak� , existují algoritmy relativn� p�esn� rozlišující v úzké
skupin� zkoumaných obrazových objekt� . Této vlastnosti lze úsp� šn� využít k �ešení
fraktografických úloh vyžadujících p�esnou charakterizaci obraz� z jedné skupiny. Mezi n�
pat�í i jedna z úloh zpracovávaná v této práci - tj. konstrukce a následný výb� r
charakteristických veli� in pro skupinu obraz� . 

Rychlost ší�ení trhliny (CGR) je významným parametrem lomového procesu, protože
bezprost�edn� ur� uje dobu do lomu a tedy i životnost sou� ásti. Hlavní úlohou fraktografie
únavových lom� je rekonstrukce procesu ší�ení trhliny, tj. stanovení odhadu r� stové k�ivky
a(N), která udává závislost délky trhliny a na po� tu cykl�  N. To se d� lá ve dvou krocích: 

1) Odhadem rychlosti ší�ení podél délky trhliny v(a), nap�. ze striací nebo z textury obrazu
lomu, 

2) integrací defini� ního vztahu rychlosti v = da/dN

N � N 0 = �
a0

a
da

v a
(1.1)

s následným nalezením inverzního vztahu a(N). 

Obrázky 1.1 povrchu únavového lomu korozivzdorné oceli AISI 304L ilustrují, pro� je
úlohu této práce výhodné zpracovávat po� íta� em. Oba mají na první pohled velmi podobný
vzhled, p�estože každému odpovídá odlišná rychlost �íšení trhliny. Zkušený fraktograf je
schopen kvalitativn� ur� it, kterému z obrázk� odpovídá vyšší � i nižší rychlosti ší�ení trhliny,
automatizovaný po� íta� ový algoritmus je tento rozdíl schopen vyjád�it i kvantitativn� . Pro
lidský mozek jsou oba obrázky podobné a je nesnadné exaktn� popsat, � ím se liší. Po� íta� je
schopen konstrukce p�esných charakteristik, pomocí nichž lze hledat korela� ní vztah � i p�ímo
funk� ní závislost rychlosti ší�ení trhliny na charakteru obrazu. 
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a

b
Obr. 1.1: Snímky povrchu únavového lomu p�i pozorování �ádkovacím elektronovým

mikroskopem. Korozivzdorná ocel AISI 304L. a - malá, b - velká rychlost ší�ení
trhliny. Velikost obrázk� : 1600x1200 pixel� . 
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1.2 Obrazová texturní analýza 

Monochromatický (šedotónový) obraz je matice � ísel s rozm� rem m x n. V literatu�e se
n� kdy místo obrazu hovo�í o obrazové funkci F(i, j), i = 1...m, i = 1...n, což zd� raz� uje
možnosti matematického zpracování. Obraz vzniká digitalizací spojitého dvojrozm� rného
signálu ve dvou etapách: vzorkováním3 (ur� uje rozlišení obrazu) a kvantizací4 (ur� uje bitovou
hloubku obrazu). Nej� ast� ji používanou bitovou hloukou je 8 bit� , což odpovídá celým � ísl� m
v intervalu ‹0, 255›. Definice obrazové textury je pom� rn� subjektivní, nap�íklad Gimelfarb
[3] vycházi p�i popisu obraz�  z následujících dvou definic5:

Struktura (obrazu) (z latinského structura znamenajícího „stavba, uspo�ádání“ ) je
definována v širokém smyslu jako vzájemný vztah � ástí celku nebo jako postup konstrukce
celku a jeho � ástí. 

Naopak textura (z latinského textura znamenajícího „ tkaní, sí� “ nebo „struktura“ ) se spíše
váže k obrazovým � i dotekových charakteristikám povrch� konkrétních objekt� jako jsou
nap�íklad p�írodní „ tkaniny“ (tkaniny, tkán� , sít� ). V šírším smyslu lze texturu chápat jako to,
co definuje skladbu objektu z jeho � ástí, tedy jeho strukturu. Obrazové textury pak mohou být
bu� (i) obrazy p�írozených textur nebo (ii) um� le vytvo�ené obrazy, které se p�írodním
texturám podobají. 

Pro Gimelfarba tkví problém s p�esn� jší definicí textury (jako specifické struktury) práv�
v mnohosti možností, jak omezit širokou definici struktury. Každá specifikace textury pomocí
pojm� jako nap�íklad hrubost, granulace, sm� rovost, pravidelnost � i náhodnost bude
z širokého po� tu obraz� vybírat typ detailu nebo strukturního prvku, podle kterého bude
obrazy d� lit. 

Navzdory t� mto problém� m lze v� tšin� textur p�isoudit vlastnosti jako vzájemnou
podobnost jednotlivých � ástí � i p�ímo invariantnost v� � i translaci (obojí v rozší�eném
statistickém smyslu) a na t� chto vlastnostech staví svou definici textury Haindl [4]:

Obrazová textura je struktura tvo� ená po� etným souborem element� , které se navzájem
podobají a svými polohami a vzájemnými pozicemi vytvá�ejí jakýsi druh uspo� ádání. Není to
jednotlivý element, nýbrž dojem celkové pravidelnosti, co p� i pohledu na texturu p� itahuje
divákovu pozornost. 

3 P�i vzorkování se hodnoty spojitého signálu na intervalu nahradí jeho pr� m� rnou hodnotou. P� vodn� spojitý
signál je nahrazen signálem po � ástech konstantím. Vzorkování s sebou p�ináší chybu, kterou lze ovšem
vhodn� (jemn� ) zvoleným intervalem pr� m� rování omezit tak, aby tato odchylka byla menší než požadovaná
p�esnost. Je-li navíc frekven� ní rozsah vstupního signálu omezený, lze jej navzorkovat tzv. Nyquistovou
frekvencí � i vyšší tak, aby jeho zp� tná rekonstrukce byla bezztrátová.

4 P�i kvantizaci je jsou reálné hodnoty vzork� nahrazeny hodnotami diskrétními, navíc na omezeném intervalu.
Míru nep�esnosti pak udává po� et úrovní, kterými jsou reálné hodnoty vzork� nahrazeny. V sou� asnosti je
v oblasti digitálního zpracování obrazu nejb� žn� jší systém p�i�azující každému vzorku 24 bit� , tj. 224 úrovní.
P�i rozkladu na t�i základní barevné složky RGB odpovídá každé složce 8 bit�  = 256 úrovní. Proto lze
monochromatický obrázek chápat jako matici celých � ísel z intervalu ‹0, 255›.

5 Voln�  p�eloženo. 
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Slabinou této definice je pojem element – obraz musí být možno rozd� lit na jednotlivé
elementy (binarizovatelný obraz), � ili nesmí být „úpln� spojitý“ . Z pojetí definujícího texturu
pomocí pojm� element a uspo�ádání, vychází i tato práce, p�estože odd� lit elementy (vlákna,
striace, apod.) od pozadí je v p�ípad�  obrazových textur lomové plochy velmi obtížné. 

Zkoumáním obrazových textur se zabývá obrazová texturní analýza. Jejím cílem je popsat
textury v obrazech pomocí matematického aparátu. Základní p�ekážkou texturní analýzy je
p�evod � lov� kem intuitivn� snadno vnímaných vlastností � i charakteristik textury do
výpo� tových model� a algoritm� 6. To � iní p�evod lidmi vytvo�ených klasifikací textur do
formálních matematických definic velmi obtížným. Texturní analýza tuto p�ekážku p�ekonává
mnohostí p�ístup�  k popisu textur. Bohatost metod ukazuje zdaleka ne vy� erpávající seznam:

1) P�ístupy založené na dekompozici textur v jednodušší objekty, nap�. Fourierova
transformace (podrobn� ji v odstavci 2.2, [9]), vlnková transformace (odstavce 2.3, 2.4 a
3.1) � i samotvarová transformace ([10]). 

2) P�ístupy založené na studiu podmín� ností jasu v sousedních bodech obrazu pomocí
pravd� podobnostních model� , nap�. model Gibbsových náhodných polí ([3]).

3) P�ístupy založené na extrakci objekt�  a aplikaci aparátu stochastické geometrie.

4) Obecné statistické p�ístupy charakterizující obraz nap�íklad prost�ednictvím jeho
moment� , sm� rové autokorelace, apod. 

A� už metody na obraz nahlížejí jako na realizaci objektu z ur� ité t� ídy, � i naopak dop�edu
nic nep�edpokládají, všechny mají za výstup soubor � ísel, nazývaný vektor p� íznak� obrazu,
který lze dále použít podle typu úlohy (t�íd� ní textur, konstrukce složeného parametru
vhodných vlastností atd.). Tato práce se blíže zabývá prvním, tj. dekompozi� ním p�ístupem,
na jehož základ�  je vybudován odhad maroskopické rychosti ší�ení trhliny (CGR). 

6 � lov� k kvaliativn� vnímá velmi jemné rozdíly obrazových textur, což je obtížné algoritmizovat. Podstatou je
„rozpoznávání“ - výb� r detail� nesoucích obrazovou informaci. To se snaží napodobit „um� lá inteligence“ . Ve
v� tšín�  p�ípad�  lze modely vnímání, tj. kvalitu, nahradit kvantitou – nap�. statistikou a rychlostí po� íta� e. 
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2 ANALÝZA OBRAZU DEKOMPOZICÍ

Jak již bylo nazna� eno, tato práce analyzuje obrazy metodou dekompozice obrazových
textur v jednodušší objekty pomocí matematických transformací. Tyto transformace rozkládají
textury ve „vhodnou“ bázi. � asto lze u transformací vyšších dimenzí s výhodou využít jejich
separability a složit� jší operaci po� ítat jako posloupnost jednodušších operací s nižší
dimenzionalitou7. Této separability je velmi � asto využíváno jak p�i definování, tak p�i
programování mnoha transformací. Z d� vodu jednoduchosti zobecn� ní separabilních
transformací se výklad nejprve zam� �í na jednorozm� rné transformace.

2.1 Terminologie

Fourierova transformace (viz následující odstavec) je � asto chápána jako transformace
mapující signál z prostoru � asu (t) do prostoru frekvencí (f). V kontextu obrazové analýzy, kde
se signály nem� ní v � ase, ale v prostoru, se jeví rozumn� jší zna� it vzorovou prom� nnou
ozna� ující polohu v prostoru symbolem x a transformovanou prom� nnou symbolem u. Tato
zobecn� ná frekvence bývá n� kdy nazývána prostorová frekvence, avšak z pohledu texturní
analýzy se jeví vhodn� jší hovo�it o její p�evrácené hodnot� , tzv. charakteristickém rozm� ru
(m� �ítku, škále), což je veli� ina analogická period� funkce. Nízká hodnota prostorové
frekvence odpovídá pomalu se m� nícím hodnotám obrazové funkce. V t� chto oblastech je
obrazová funkce podobná rozkladovým funkcím s nízkou frekvencí, tj. funkcím s velkou
periodou, a je tedy možno hovo�it o velkém charakteristickém rozm� ru. Podobn� lze oblasti,
v nichž se obrazová funkce m� ní rychle, tj. je zde podobná funkcím s malou periodou,
charakterizovat malým charakteristickým rozm� rem. 

Toto „recipro� ní“ názvosloví dovoluje p�i�adit textu�e v analyzovanému obrazu ur� itou
polohu skrze její charakteristický rozm� r. Proto lze korektn� hovo�it o „poloze objektu
s jistým charakteristickým rozm� rem“ v obrazu. Frekven� ní názvosloví toto p�i�azení
neumož� uje, protože hovo�it o „poloze prostorové frekvence“ by bylo nejen obtížn�
srozumitelné, ale i nesprávné. 

2.2 Transformace Four ierova typu

Fourierova transformace, [13] s. 1-5, je jednou z nej� ast� ji používaných transformací
integrabilních funkcí reálné prom� nné. Její jednorozm� rná podoba je dána vzorcem 

7 Nap�íklad dvojrozm� rnou Fourierovu transformaci obrazu lze díky separabilit� provést jako jednorozm� rnou
po jednotolivých dimenzích. P�i výpo� tu posta� í provést jednorozm� rnou transformaci, nap�. nejprve ve
sloupcích, výsledek transponovat, znovu transformovat ve sloupcích a poté op� t transponovat. Podobn� pro
separabilní vlnkovou transformaci. 
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F u = �
� �

� �

f x e2i � xu dx= f x , e2i � xu , (2.1)

který lze též obecn� ji chápat jako skalární sou� in vyšet�ované funkce s bazickými funkcemi
daného prostoru (v tomto p�ípad� s harmonickými funkcemi). Pro obrazy je nutno použít
dvojrozm� rnou Fourierovu transformaci, kterou lze intuitivn� a snadno definovat jako
separabilní rozší�ení jednorozm� rné transformace. 

Fourierova transformace je izomorfní zobrazení na prostoru komplexních funkcí
komplexní prom� nné, a proto je Fourier� v obraz reálné integrabilní funkce obecn� funkce
komplexní. Fourier� v obraz lze rozložit na amplitudu a fázi

F u = F u ei � u , (2.2)

kde amplituda |F(u)| je tzv. Fourierovo spektrum vyšet�ované funkce a � (u) je fázový úhel.
Spektrum obsahuje informace o frekvencích p�ítomných v signálu a fázový úhel nese
informaci o vzájemném posunutí rozkladových funkcí v� � i po� átku. Obraz je tedy
charakterizován nelokálními funkcemi8 a jejich vzájemným posunutím. Pro obrazové aplikace
zam� �ené na lokální vlastnosti obrazu, ale není tento popis zcela vhodný. Vhodn� jším se jeví
popis pomocí lokalizovaných funkcí, tj. funkcí jimž lze p�isoudit polohu. Rozklad obrazu je
v t� chto p�ípadech místo frekvence a fáze charakterizován frekvencí a polohou. Znalost
polohy je v t� chto p�ípadech velmi d� ležitá, protože umož� uje nap�íklad analýzu objekt�
v obraze obsažených. 

O zachycení polohové informace p�ímo ve spektru se pokouší rozší�ení Fourierovy
transformace nazvané krátkodobá Fourierova transformace9, [13] s. 1-6, která je definována
jako

SF u , X = �
� �

� �

f x W x , X e2i � xu dx= f x ,W x , X e2i � xu , (2.3)

kde W(x,X) je okenní funkce kolem bodu X, jejíž základní vlastností je lokalizovanost
v prostorové sou�adnici X. Jednou z možných variant je nap�íklad k�ivka Gaussovského typu 

W x , X = e� a x � X 2

. (2.4)

Zatímco „b� žná“ Fourierova analýzapoužívá jako základních stavebních blok� jednoduché
harmonické vlny e2i� xu, její „krátkodobá“ verze používá jako bazických funkcí dvojrozm� rnou
množinu W(x,X)e2i� xu, pomocí níž transformuje jednorozm� rný signál (v prom� né x) do
dvojrozm� rného zobrazení v prostorové frekvenci a v prostoru (do roviny u - X). Tato
množina rozkladových funkcí (jako funkce x) již není nenulová na celém R jako siny a kosiny
- okenní funkce ji lokalizuje. 

8 Prvky Fourierovské báze, harmonické funkce, nejsou lokální, tj. na každém uzav�eném intervalu z R jsou
nenulové.

9 V anglosaské literatu�e nazývaná Short Term Fourier Transform (STFT) nebo též Windowed Fourier
Transform (WFT).
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Krátkodobá Fourierova transformace umož� uje zahrnout ve dvojrozm� rném spektru ob�
požadovaná informace: výskyt frekvencí sou� asn� s informací o jejich poloze v signálu.
� e� eno terminologií texturní analýzy, dvojrozm� rné spektrum zachycuje informace
o charakteristických rozm� rech objekt�  sou� asn�  s jejich polohou v obrazu. 

Nevýhodou této transformace je pevná ší�e okenní funkce W(x,X), která je konstantní pro
celý analyzovaný signál. Volba ší�e W(x,X) napevno stanovuje, jakých charakteristických
rozm� r� si bude (ve smyslu skalárního sou� inu) všímat. Funguje zde princip analogický
Heisenbergovu principu neur� itosti, který znemož� uje p�esnou lokalizaci detailu v obrazu
sou� asn� s jeho charakteristickým rozm� rem a stanovuje dolní hranici sou� inu neur� itostí
obou10. V p�ípad� krátkodobé Fourierovy transformace dochází k minimalizaci tohoto sou� inu
práv� jen pro objekty s velikostí srovnatelnou s ší�kou okenní funkce W(x,X). Naskýtá se
otázka, zda by nebylo možno m� nit ší�ku okenní funkce v závislosti na charakteristickém
rozm� ru analyzovaného signálu, zda je možné analyzovat každý detail v m� �ítku jemu
odpovídajícím. Odpov� dí je práv�  vlnková transformace. 

Obr. 2.1: Porovnání bázových funkcí Fourierovy a krátkodobé Fourierovy transformace.
Okenní funkce W(x, X) harmonickou bázi lokalizuje. 

10 Princip neur� itosti lze chápat i tak, že v rovin� u-X ur� uje nejmenší možnou plochu obdélníka, v níž lze funkce
lokalizovat. Pro dosažení p�esn� jší lokalizace v polohové prom� nné (X) je nutno vzdát se lokalizace ve
frekven� ní prom� nné (u) a naopak. To znamená, že je principiáln� nemožné ur� it p�esnou polohu objektu
s velkým charakteristickým rozm� rem a naopak p�esn� ur� it charakteristický rozm� r malých objekt� . Lze �íci,
že krátkodobá Fourierova transformace �eší problém principu neur� itosti dostate� n� dob�e - je-li cílem
p�esn� jší informace v rozm� rové (frekven� ní) prom� nné, je okenní funkce W(x,X) volena dostate� n� široká,
naopak pro p�esn� jší lokalizaci v prostoru je W(x,X) volena užší. Prom� nlivou ší� i bazické funkce zavádí
vlnková transformace. 
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2.3 Spoj itá vlnková transformace

Z matematického hlediska lze spojitou vlnkovou transformaci11, [5], považovat za další
zobecn� ní krátkodobé Fourierovy transformace. Vlnková transformace nahrazuje lokalizované
harmonické funkce t�ídou obecných dvojparametrických funkcí, tzv. vlnkovými funkcemi.
Vlnková funkce (neboli wavelet) je definována jako 

� a , b x =
1

a
�

x � b
a

. (2.5)

Parametr a, který bývá nazýván škála (scale), udává ší� i vlnky a tím i její „ rozlišovací
schopnost“ - malá hodnota parametru vlnku zúží a tím jí p�izp� sobí analýze jemn� jších
detail� a naopak. Škála je inverzn� svázána s frekvencí a je tedy ekvivalentní pojmu
charakteristický rozm� r. Za�azení škály jako parametru umož� uje p�izp� sobování analyzující
funkce charakteristickým rozm� r� m � ástí obraz� . Prametr b má stejný význam jako parametr
X u krátkodobé Fourierovy transformace, nebo� specifikuje prostorovou lokalizaci vlnky,
a tím udává analyzované místo. 

Analogicky k p�edchozím transformacím je spojitá vlnková transformace, definována jako

CWT a , b , x = �
� �

� �

f x � a , b x dx= f x ,� a , b x (2.6)

a v p�ípad� obrazových textur ji lze chápat jako zobrazení z prostoru reálných funkcí jedné
prom� nné do prostoru reálných funkcí dvou prom� nných - spojitá vlnková transformace je,
podobn� jako krátkodobá Fourierova transformace, redundantní. P�ítomnost integrálu
v p�edchozím vzorci je d� vodem, pro� se tato transformace nazývá spojitá, p�estože
v po� íta� ovém zpracování bývá integrál nahrazen sumací a transformovaná funkce vektorem.
Transformace se zúženým suma� ním oborem, a tedy se sníženou redundancí, je nazývána
disktrétní vlnková transformace a zabývá se jí následující kapitola. 

 Na samotnou vlnkovou funkci není kladeno p�iliš mnoho omezení:

1) Vlnková funkce musí být dob�e lokalizovaná v prostoru12.

2) Vlnková funkce musí (z d� vodu invertovatelnosti transformace) mít nulový integrál:
� �  = 0. Proto nutn�  osciluje.

Tyto dv� vlastnosti vysv� tlují vznik jména wavelet - malá vlna. Je to malá, oscilující funkce.
Na obrázku 2.2 je zobrazena vlnková funkce � nazývaná „mexický klobouk13“ , ve t�ech
p�eškálovaných a posunutých variantách � a,b. Obrázky 2.3 a 2.4 ukazují vzhled vlnkových
funkcí z rodiny Daubechies14.

11 Continuous Wavelet Transform (CWT).
12 M� la by to být p� inejmenším distribuce, tj. pro f(x) �  0 pro |x| �  � .
13 Mexican wavelet. Tato funkce je definována jako záporná hodnota druhé derivace k�ivky Gaussovského

typu - viz vztah (2.4). P�estože není lokální (je nenulová na celém R), je možné ji použít p� i spojité vlnkové
transformaci. 
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Obr. 2.2: Vlnková funkce typu „mexický klobouk“  a její dv�  p�eškálované a posunuté varianty.

a b

c d
Obr. 2.3: Vlnkové funkce typu „Daubechies“ . a – db1 (Haar� v wavelet), b – db2, c – db3, d - db4

14 Tyto vlnkové funkce zkonstruovala Ingrid Daubechies. Jsou mezi prvními vytvo�enými wavelety, které byly
vytvo�eny „na zakázku“ , tj. tak, aby spl� ovaly ur� ité konkrétní vlastnosti. Zna� í se symbolem dbN, kde N
odpovídá po� tu „zvln� ní“ . Nejznám� jší je wavelet db1, tzv. Haar� v wavelet.
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a b

c d
Obr. 2.4: Vlnkové funkce typu „Daubechies“ . a – db5, b – db6, c – db7, d - db8

Jak již bylo nazna� eno, základní výhodou vlnkové transformace je zviditeln� ní informace
o jednotlivých frekvencích, tj. o detailech s ur� itými charakteristickými rozm� ry, sou� asn�
s jejich polohou. Navíc na rozdíl od krátkodobé Foureirovy transformace je vždy dosaženo
maximálního možného rozlišení (ve smyslu principu neur� itosti) – vysoké frekvence jsou
dob�e lokalizovány v prostoru a nízké frekvence ve frekvenci. Tato kombinace vlastností tvo�í
základní výhodu vlnkové transformace.
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2.4 Diskrétní vlnková transformace 

2.4.1 Dyadický rozklad

Výpo� tová složitost spojité vlnkové transformace je z d� vodu redunantnosti n� kterých
výpo� t� p�íliš vysoká. Této redundanci lze zamezit diskretizací, tj. omezením výpo� t� na
diskrétní soustavu bod� . Protože je op� t žádoucí analyzovat každou funkci v m� �ítku, jež jí
náleží, není sí�  analyzovaných bod�  rovnom� rn�  hustá. � asto je volena dvojice: 

a= a0
j b= kb0 a0

j j , k � � . (2.7)

Lze dokázat, že tento zp� sob rozkladu ješt� stále zaru� uje invertovatelnost transformace.
Výsledná redundance pak závisí na volb� parametr� a0 a b0, p�i� emž nej� ast� jší volbou bývá
a0 = 2 a b0 = 1. Tento postup m� ní m� �ítko s násobky dvou, a proto bývá nazýván dyadickou
posloupností frekvencí. Vzniklá transformace se nazývá dyadická diskrétní vlnková
transformace15, [5], 

DWF a , b � DWF j , k = �
x � �

f x g j , k x = f x , g j , k x ,

a= 2 j , � b= ka , j , k � � .
(2.8)

Nyní roli spojité vlnkové funkce � a,b(x) plní její diskrétní podoba gj,k(x), která se i stejn�
škáluje. Podobn� roli spojit� se m� nících parametr� a a b nahrazují diskrétní parametry j a k.
Parametr j ur� uje škálu (m� �ítko, charakteristický rozm� r) a parametr k polohu. Pro digitální
signál je díky vzorkování (poznámka pod � arou 3, s. 10) zaru� ena existence nejv� tší frekvence
- a tedy i nejmenší škály - v n� m obsažené. P�i dyadickém rozkladu lze tuto nejmenší možnou
hodnotu možno zvolit rovnou jedné (jmin = 1).

Rovnice (2.8) �íká, že koeficient vlnkového rozkladu DWF(j,k) lze spo� íst jako skalární
sou� in analyzované funkce f(x) a konkrétní vlnkové funkce gj,k(x). P�i spln� ní podmínek
invertovatelnosti lze p� vodní funkci napsat jako lineární kombinaci bazických vlnkových
funcí a odpovídajících koeficient� 16

f x = �
1� j

�
k

DWF j , k g j , k x . (2.9)

Vhodnými � áste� nými sou� ty v p�edchozím vztahu lze získat tzv. detaily a aproximace dané
funkce. Detail na úrovni j je dán sou� tem s� ítanc� p�edchozího vztahu p�es všechna
posunutí k 

D j = �
k

DWF j , k g j , k x . (2.10)

15 Dyadic Discrete Wavelet Transform (Dyadic DWT). 
16 Toto je základní vlastnost libovolné báze, nap�. v R3 se standartní bází (e1,e2, e3) platí [x, y, z]  = x. e1 + y. e12 +

z. e3.
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Detail Dj je úplným obrazem funkce pro zvolené m� �ítko j, a proto lze funkci zapsat jako
sou� et všech detail� . Aproximace je definována � áste� ným sou� tem detail� Dj od jistého
J po� ínaje, tj. pro j > J 

AJ = �
j � J

D j , (2.11)

a lze ji chápat jako sou� et zbylých detail� . Z p�edchozí definice vyplývá i rekurzivní vztah
mezi aproximacemi

 A j = D j � 1� A j � 1. (2.12)

P�epsáním vztahu (2.9) pomocí aproximací a detail� lze získat základní rovnici vlnkového
rozkladu 

f x = �
1� j

D j = �
1� j � J

D j � AJ , (2.13)

která �íká, že signál f(x) lze rozložit na J detail� a zbytkovou aproximaci. Soubor signál� {AJ,
{Dj}, j = 1...J} je nazýván vlnkovým rozkladem na úrovni J. P�i algoritmizaci celého rozkladu
lze s výhodou použít rekurzívního vzahu (2.12) - sta� í uvažovat navzorkovaný vstupní signál
f(x) jako „nejhrubší”  aproximaci A0 

f x = A0= D1� A1. (2.14)

2.4.2 Analýza s více úrovn� mi rozlišení

Jedním ze zp� sob� , jak lze také zavést diskrétní vlnkovou transformaci, je tzv. „analýza
s více úrovn� mi rozlišení17“ , [5]. Jedná o rozší�ení myšlenky rozkladu pomocí vlnkové
funkce. Zavedením tzv. škálovací funkce, která je dopl� kem k funkci vlnkové, lze snáze
definovat aproximaci, symetrizovat celý algoritmus rozkladu a zavést její dvojrozm� rnou
podobu. Následující text nastíní hlavní myšlenky této analýzy, detailn� jší matematické
zavedení je uvedeno v dodatku 8. 

Analýzu s více úrovn� mi rozlišení lze chápat jako rozklad funkce na její aproximaci
v hrubším m� �ítku18 a detaily touto aproximací ztracené. Funkce � , která je nazývána
škálovací funkce, umož� uje vytvá�et aproximace analyzovaného signálu v r� zných m� �ítcích
projektováním signálu do podprostor� Vj. Podobn� jako vlnková funkce m� že být i tato
funkce p�eškálována do jiného m� �ítka - to zna� í index j. Škálovací funkce tvo�í bázi prostoru
aproximací. 

Aproximace analyzovaného signálu na úrovni j+1 leží v prostoru Vj+1, tj. Aj+1 � Vj+1,
v prostoru Vj pak leží lepší (detailn� jší) aproximace analyzovaného signálu. Detaily ztracené
p�i p�echodu od úrovn� j k úrovni j+1 jsou vyjád�eny pomocí vlnkové funkce � . Vlnková

17 Multiresolution Analysis, pro detailní rozbor viz [5].
18 V p�ípad� obraz� je aproximací obraz s menším rozlišením, tj. zmenšenina, a vlnkovou transformaci lze

chápat jako rozklad obrazu na jeho zmenšeniny a detaily zmenšováním ztracené.
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funkce tvo�í bázi komplementárního prostoru detail� Wj+1, který je díky direktnosti
jednozna� n� 19 definován jako 

V j = V j � 1 � W j � 1. (2.15)

Metoda rozkladu je prostá – nejprve je zvoleno takové m� �ítko j = 0, aby digitalizovaný
signál f ležel v prostoru Vj, f � V0. Podle rovnice (2.15) pak existuje jednozna� ný rozklad ve
dv� navzájem ortogonální složky úrovn� 1: detail D1 a aproximaci A1. Tuto aproximaci lze
op� t chápat jako vstupní signál a dále rozkládat na � ásti D2 a A2. Rekurzivní struktura
vlnkového rozkladu vede na velmi rychlý algoritmus (viz obrázek 2.5). Vlastní výpo� et
koeficient� aproximací a detail� je proveden konvolucí signálu s dv� ma filtry h�a g�20, což je
ekvivalentní výpo� tu skalárních sou� in�  signálu s vlnkovou a škálovací funkcí. 

Dyadická diskrétní vlnková transformace p�ináší krom� odstran� ní redundance další
výhody. Detailní signál Dj obsahuje jen detaily podobné (ve smyslu skalárního sou� inu)
vlnkovým funkcím s malými hodnotami j, tj. s malým charakteristickým rozm� rem. Naopak
aproximace hlavního signálu Aj obsahuje pouze detaily v� tší. Díky této separaci lze oba
signály p�evzorkovat do rastru s dvojnásobnou velikostí, tzv. podvzorkování21 s faktorem 2,
aniž by došlo ke ztrát� informace � i aliasingovým jev� m. Díky ortogonalit� detailu a
aproximace spolu s možnosti p�evzorkování lze dosáhnout výrazné úspory pam� ti i rychlosti
zpracování.

19 Podobn� jako je jednozna� n� definován t�etí bazický vektor R3, je-li zadána báze R2, na kterou má být
ortogonální.

20 Ve skute� nosti se jedná o � ty�i navzájem provázané filtry h�, h, g�a g, tzv. Quadrature Mirror Filters, které
slouží pro rozklad a op� tovné složení signálu. Konvoluce signálu s filtrem g�je identická skalárnímu sou� inu s
vlnkovou funkcí. 

21 Tzv. downsampling.
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Obr. 2.5: Vlnkový rozklad pomocí filtr�  h �a g�. * zna� í konvoluci a (� 2) zna� í podvzorkování s faktorem 2. 

Obr. 2.6: Rozklad podle schematu vlnkových paket� pomocí filtr� h �a g�. * zna� í konvoluci a
(� 2) zna� í podvzorkování s faktorem 2.
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2.4.3 Vlnkové pakety 

Rozší�ením rozkladového algoritmu diskrétní vlnkové transformace (obrázek 2.5) je
rozkladové schéma tzv. „vlnkových paket� 22“ , jehož podstatu zachycuje obrázek 2.6.
Rekurzivní rozklad podle rovnice (2.12) není aplikován pouze na aproximace - jako je tomu
v p�ípad� diskrétní vlnkové transformace - ale na všechny „meziprodukty“ rozkladu, tj. i na
detaily. Tento postup vede k zahušt� ní rozkladových charakteristických m� �ítek (neboli
k zahušt� ní rozkladových obrazových frekvencí) a je tedy nutn� redundantní. Výhodou
vlnkových paket� je možnost p�esn� jší analýzy zvoleného m� �ítka, nap�íklad p�i b� žném
vlnkovém rozkladu již dále neanalyzovaného detailu první úrovn�  D1. 

 

2.5 Vlnková transformace ve dvou rozm� rech

Dvojrozm� rnou vlnkovou transformaci je možno pojmout dv� ma zp� soby. První možností
je tenzorové vynásobení prostor� Vj a Wj a jim odpovídajících bází, [5] a [16]. Tato operace je
zna� ena symbolem � . Škálovací fukce, která definuje prostor V0, je dána výrazem

� � x , y � = � � x � � � y � = � � � � x , y � (2.16)

a její dopl� ek W0 v prostoru V1 je definován translacemi následujících funkcí

� 1 = � � � ,
� 2 = � � � ,
� 3 = � � � ,

(2.17)

které odpovídají detail� m v horizontálním, vertikálním a diagonálním sm� ru. Vlnkový rozklad
lze zapsat jako 

f x , y = �
k , l

aJ k , l � j , k , l � �
i = 1

3

�
j = J

	

�
k , l

d j
i k , l � j , k , l

i , (2.18)

kde aJ a dj zna� í koeficienty aproximace a detailu, index J ozna� uje zvolenou úrove� rozkladu,
index i rozlišuje, zda se jedná o detail v horizontálním, vertikálním � i diagonálním sm� ru a
indexy k a l ozna� ují translace vlnkových funkcí. Po provedení � áste� ných sou� t� p�es
transla� ní indexy posta� í k charakterizaci dvojrozm� rného vlnkového rozkladu pouze dva
indexy i a j, a rozložený obraz lze chápat jako posloupnost detailních obraz� {Dij} i=1,2,3,
j = 1...J, a zbytkové aproximace AJ. 

Tato transformace je separabilní, tzn. lze ji implementovat jako dv�  jednorozm� rné vlnkové
transformace. V terminologii obraz� to znamená transformovat a podvzorkovat nejprve po
�ádcích a poté po sloupcích. Pro vlastní rozklad jsou op� t použity filtry h�a g�, jak ukazuje
obrázek 2.7.

22 Wavelet Packet Analysis.
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Obr. 2.7: Vlnkový rozklad pomocí dvou filtr� h� a g�. * zna� í konvoluci a (� 2) zna� í
podvzorkování s faktorem 2. P�evzato z [16], s. 37.

Druhou možností zavedení vlnkové transformace je konstrukce neseparabilní škálovací
funkce � a vlnkové funkce � , [14]. Na rozdíl od separabilní transformace, která pro každou
úrove� po� ítá 3 detaily, se neseparabilní transformace chová jako jednorozm� rná vlnková
transformace – na každé úrovni je vždy jedna aproximace a jeden detail, oba jsou ovšem
dvojrozm� rné. Rozklad je možno jednoduše psát jako

f x , y = �
k , l

aJ k , l � j , k , l � �
j = J

�

�
k , l

d j k , l � j , k , l , (2.19)

tj. ve srovnání se vztahem (2.18) již není pot�eba index i definující typ detailu. Také
algoritmus rozkladu je jednodušší, nebo� není t�eba transformovat a podvzorkovat ve dvou
krocích. 

Ukazuje se, [6], že neseparabilnost úzce souvisí s maticí �ídící podvzorkování. V p�ípad�
separabilní transformace lze tuto matici napsat jako dvojnásobek jednotkové matice, jíž se
�íká pravoúhlá vzorkovací matice

D r = 2 0
0 2

. (2.20)

Lze ji chápat jako zápis zm� ny velikosti rastru p�i p�evzorkování, tj. v tomto p�ípad� se jedná
o krok o 2 pixely ve sm� ru x i y, jak je patrno z obrázku 2.8a. 
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a
Obr. 2.8: Porovnání grafických reprezentací vzorkovacích matic. a – pravoúhlé, b - quincunx

Determinant vzorkovací matice je roven po� tu translací, kterými lze úpln� pokrýt p� vodní
obraz, a zárov� n po� tu detail� a aproximací na jedné úrovni. Pravoúhlou vzorkovací matici
(det Dr = 4) je t�eba posunout celkem � ty�ikrát pro úplné pokrytí obrazu, což odpovídá t�em
detail� m a jedné aproximaci na každé úrovni rozkladu.

V p�ípad� nej� ast� ji používaného neseparabilního vzorkování, tzv. Quincunx vzorkování23,
se používá vzorkovací matice 

Dq = 1 1
1 � 1

. (2.21)

Její determinant (det Dr = 2) sv� d� í, že rozkládá prostor vždy na jeden prostor aproximací a
pouze jeden prostor detail� – jedná se tedy skute� n� o „ � ist� “ dvojrozm� rný, neseparabilní
rozklad. Geometrická podoba vzorkování Quincunx je na obrázku 2.8b. 

Grafickou podobu neseparabilní vlnkové funkce ukazuje následující obrázek. 

Obr. 2.9: Dvojrozm� rná neseparabilní vlnková funkce.

23 Quincunx sampling. N� kdy se též hovo�í o šachovnicovém vzorkování, vzorkování � erný-bílý apod. 
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3 CHARAKTERIZACE OBRAZOVÝCH TEXTUR
VLNKOVOU TRANSFORMACÍ

Základní úlohou této práce je zkonstruovat algoritmus, který z daného vstupního obrazu
vytvo�í vektor p�íznak� , a z n� j pak dále vytvo� it složený parametr, který bude korelovat
s lokální makroskopickou rychlostí ší�ení trhliny.

Úloha je �ešena pomocí vlnkové transformace jako efektivní metody pro rozklad signálu do
n� kolika pásem (úrovní rozlišení). Jako vektor charakteristik pak staví rozptyly a st�edních
odchylky histogram�  vlnkových koeficient�  v t� chto pásmech. 

3.1 Dvoj rozm� rná diskrétní vlnková transformace pro obraz 

3.1.1 Schema vlnkového rozkladu 

Díky možnosti podvzorkování jak aproximací, tak detail� (odstavec 2.4), se jako
nejp�irozen� jší schéma ukládání koeficient� vlnkové transformace jednorozm� rného signálu
používá ukládání obou složek transformace do pole vedle sebe. Toto pole má pro
nejjednodušší vlnkové funkce stejnou velikost jako p� vodní signál, pro složit� jší vlnkové
funkce je toto pole v� tší o p�esahy dané konvolucí. Ve dvojrozm� rném p�ípad� vede tento typ
ukládání informace ke schematu, jež zobrazuje následující obrázek 3.124. 

Obr. 3.1: „Lena“  a její vlnkový rozklad zobracující umíst� ní detail�  v transformovaném obrazu.

Schema ukládá vlnkové koeficienty detailu Dij vždy do jednoho � tverce25, které pak
rekurzivn� seskupuje. Jak je z obrázku patrno, hlavní výhodou tohoto schematu je jeho

24 Pozn. Tento obrázek, „Lena“ , je nepsaným standardem digitálního zpracování obrazu. Mezi jeho d� ležité
vlastnosti pat�í nap�. zachycení oblastí s v� tší i menší hloukou ostrosti, oblastí obsahujících hodn� a málo
detail� , apod. Tento obrázek ilustruje kvalitativní vlastnosti vlnkové transformace lépe než obrazy lomové
plochy. 

25 Pro obdélníkový vstupní obrázek pak obdélníky.
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kompaktnost, která spolu s dodržením hierarchické struktury rozkladu umož� uje snadnou
orientaci v obrazu. Nap�íklad pro detaily první úrovn� rozkladu j = 1 platí: Diagonální detaily
(DD1) se nacházejí v pravém dolním rohu obrazu, detaily ve sm� ru horizontálním (DH1)
v levém dolním rohu a detaily ve sm� ru vertikálním (DV1) pak v pravém horním rohu. Levý
horní roh obsahuje detaily vyšší úrovn� (tj. Dij pro j > 1). Rekurzivní aplikací tohoto
jednoduchého schematu lze nalézt i aproximaci nejvyšší úrovn� AJ, která se nachází
v nejmenším � tverci levého horního rohu. 

Poloha v kterémkoliv � tverci pak udává polohu výskytu texturních detail� soum� �itelných
s vlnkovou funkcí na odpovídající úrovní rozkladu. Hodnota obrazové funkce v daném míst�
pak odpovídá mí�e podobnosti texturního detailu a vlnkové funkce, tj. koeficientu vlnkového
rozkladu daného skalárním sou� inem (2.8). Úplný popis obraz� tvo�í soubor všech detail� až
do rozkladové úrovn� J spolu s odpovídající aproximací, tj. soubor {AJ, Dij}, i=H,V,D a
1 £ j £ J. 

Následující obrázek zobrazuje detail lomového povrchu z obrázku 1.1 spolu s jeho
vlnkovou transformací. 

Obr. 3.2: Obraz detailu snímku povrchu únavového lomu pro velkou rychlost ší�ení trhliny
(viz obrázek 1.1) a jeho vlnkový rozklad. Velikost detailu: 512 x 512 pixel� .

3.1.2 Další schemata rozkladu

P�i rozkladu obrazu podle schematu vlnkových paket� , [5], jsou rozkládány všechny
detaily až na úrove� J. Tím je dosaženo jemn� jších úrovní rozlišení a zárove� mají všechny
detaily stejný po� et koeficient� . Po� et detail� na rozkladové úrovni J je 2J - 1. Detaily
libovolné rozkladové úrovn� spolu s odpovídající aproximací jsou úplnou reprezentací obrazu
a není t�eba zahrnovat detaily vyšších úrovní, jako je tomu p�i vlnkovém rozkladu. Úplný
popis obrazu tvo�í soubor soubor {AJ, DhiJ}, kde indexy h a i popisují rozkladovou strukturu.
Grafická reprezentace tohoto rozkladu je na obrázku 3.3c. 
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P�i rozkladu obrazu podle schematu neseparovatelné dvojrozm� rné transformace vzniká na
každé úrovni práv� jeden detail. Úplný popis obrazu pak podobn� jako v p�ípad�
separovatelné transformace tvo�í soubor {AJ, Dj}, j = 1...J. Grafická reprezentace tohoto
rozkladu je na obrázku 3.3d. 

a b

c d
Obr. 3.3: Porovnání rozkladových schemat pro J = 2: a – p� vodní obrázek, b – vlnkový

rozklad, c – rozklad vlnkovými pakety d – rozklad dvojrozm� rnou neseparabilní
vlnkovou transformací.
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3.2 Charakter istiky transformovaného obrazu

Pro nejjednodušší charakterizaci transformovaných obraz� je vhodné zvolit statistické
veli� iny, jež budou invariantní v� � í posunutí obrazu, [16]. Takovou veli� inou je nap�íklad
rozd� lení pravd� podobnosti výskytu vlnkových koeficient� representované histogramem. Pro
každý detail D, který na obrázku 3.3 odpovídá jednomu � tverci � i obdélníku, lze sestrojit
jeden histogram. Z vlastností tohoto histogramu koeficient� vlnkového rozkladu h(u) vyplývá,
že pro du � 0 je hodnota sou� inu h(u)du rovna pravd� podobnosti, že vlnkový koeficient
v bod�  D(x,y) má hodnotu mezi u a u+du. 

Z vlastností vlnkové transformace dále vyplývá, že st�ední hodnota (tj. první moment)
histogramu vlnkových detail� je rovna nule. Jako vhodné statistické veli� iny pro
charakterizaci detailních obraz�  se tedy jeví následující:

1) St�ední odchylka26 C 

C =
1
N �

l , m

D bl , bm , (3.1)

kde N je celkový po� et koeficient� vlnkového rozkladu obsažených v detailu D, indexy l a
m ur� ují polohu ve vlnkovém detailu D, 

2) normalizovaná energie E (neboli druhý moment � ili rozptyl) 

E =
1
N �

l , m

D b l , bm

2
. (3.2)

Jak je na první pohled patrno z jejich definic, budou pro konkrétní vlnkový detail D ob�
tyto veli� iny vzájemn� vysoce korelované. Nicmén� pro ú� ely charakterizace obraz� budou
použity ob�  z následujících d� vod� : 

1) Mallat [12] zjistil, že histogramy vlnkových detail� p�írodních obraz� lze modelovat
funkcemi typu

h u = Ke� u / � �

, (3.3)

kde � ur� uje strmost histogramu v okolí jeho maxima (normálnímu rozd� lení odpovídá
�  = 2), � modeluje její ší� i (tj. jeho rozptyl) a K je normaliza� ní konstanta. Van deWouwer
[17] ukázal, že oba parametry rozd� lení lze získat transformací st�ední odchylky C a
rozptylu E, jež jsou dány rovnicemi (3.2) a (3.1). Protože Mallatovo rozd� lení záleží práv�
na dvou parametrech, je pro ú� ely statistické analýzy tém� � ekvivalentní charakterizovat

26 Mean Deviation. 
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histogramy parametry E a C � i � a � . Z d� vodu jednoduchosti budou použity p� vodní,
z histogramu napo� ítané veli� iny. 

2) Regresní analýza popsaná v následující kapitole umožní zhodnotit významnost
jednotlivých charakteristik a nevýznamné vynechat. 

Z výše definovaných st�edních odchylek C a rozptyl� E lze proto pro ú� ely regresní
analýzy sestavit jeden vektor p�íznak� , tzv. vektor vlnkových charakteristik 

C i , E i , (3.4)

kde index i probíhá všechny detaily p�íslušné úplnému popisu obrazu pro zvolený rozklad.
Regrese tohoto vektoru p�íznak� s cílem konstrukce parametru korelujícího s rychlostí ší�ení
trhliny (CGR) je zkoumána v kapitole 5. 
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4 ANALÝZA DAT

4.1 P� íznakový vektor

Vektor vlnkových charakteristik (3.4) obsahuje všechny z obrazu extrahované informace a
je tedy kone� ným výstupem první � ásti celé úlohy. V druhé � ásti úlohy slouží p�íznakový
vektor jako vstupní data metody, na jejímž konci stojí odhad rychlosti ší�ení trhliny (CGR). 

V této kapitole bude v rámci zjednodušení zna� ení tento vektor zna� en jako x, pop�. pro
zd� razn� ní po� tu jeho složek jako xj, j = 1...p. Zna� ení xi, i = 1...n, pop�. zna� ení X, bude
použito pro ozna� ení matice p�íznakových vektor� pro n pozorování, jejíž �ádky tvo�í
jednotlivé p�íznakové vektory. Hodnota CGR pro jeden obraz bude zna� ena písmenem y, její
odhad pak symbolem y . Obecn� �e� eno, matice jsou zna� eny velkým, skaláry malým a
vektory malým tu� ným písmem. Vektory a matice mohou být také zna� eny p�ítomností
indexu. Index j zna� í dimenzi p�íznakového vektoru, index i ozna� uje po� et pozorování
(realizací). Pro zjednodušení zápisu je definováno s� ítání, resp. ode� ítání vektoru a skaláru,
jakožto p�i� tení resp. ode� tení skaláru všem složkám vektoru.

Pro pot�eby zpracování níže uvedenými metodami analýzy dat je soubor p�íznakových
vektor�  normován, [9], tj. je na n� m provedena transformace 

x j , normovaný =
x j � � j

� j
2 , (4.1)

kde 

� j = �
i = 1

n

X i j (4.2)

je st�ední hodnota i-tého p�íznaku dané matice pozorování a 

� j
2 = �

i = 1

n

X i j � � j
2 (4.3)

je jeho rozptyl. Smyslem této (inverzibilní) transformace je uvést všechny p�íznaky do
spole� ného rozsahu hodnot. D� vody pro normalizaci jsou dva: 

1) Tato transformace je nutnou podmínkou aplikace n� kterých metod analýzy dat (nap�.
transformace Karhunen-Loeve, odstavec 4.4) anebo jejich aplikaci usnad� uje (nelineární
neuronové sít� , odstavec 4.5). 

2) Tato transformace data nepoškodí. Absolutní elikost vlnkového koeficientu sice odráží
výstižnost lokální aproximace obrazové funkce analyzujícím waveletem pro celý obraz,
nicmén� cílem této práce není vektor p�íznak� jako takový, ale možnosti jeho transfromace
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v CGR. Podobn� i pro užite� né srovnávání obou druh� vlnkových koeficient� (st�edních
hodnot a rozptyl� ) je vhodné, aby oba byly vyjád�eny ve stejné škále. 

Z podobných d� vod�  bude provedeno i normování hodnot CGR, tj souboru yi. 

N� které z níže popsaných metod pracují ješt� s tzv. absolutním � lenem, což je p�íznak
nabývající vždy hodnoty 1. P�estože nap�íklad v p�ípad� lineárního regresního modelu se jeho
p�ítomnost jeví být zbyte� ná (data jsou již jednou posunuta díky normování), bude do modelu
za� len� n vždy, kdy to bude možné, z následujících d� vod� : 

1) N� které metody analýzy dat jeho p�ítomnost o� ekávají (nap�. n� které statistické knihovny
po� ítají regresní hodnoty správn� pouze pokud je zahrnut absolutní � len), v jiných je tento
parametr použit implicitn�  (viz bias u neuronových sítí). 

2) Normování rovnicí (4.1) nemusí p�esn� vystihnout t� žišt� dat. Pro jisté pozorování i0 m� že
být hodnota CGR � i nekterého z p�íznak� zna� n� odlišná od jeho hodnot v ostatních
pozorováních. Zahrnutí absolutního � lenu umožní modelu posunout težišt� tak, jak je pro
daný model optimální. 

4.2 L ineární regresní model

Regresní analýza zkoumá vztahy mezi souborem vysv� tlujících prom� nných (regresor� )
x = (x1, x2, ..., xp), a prom� nnou vysv� tlovanou y, [1]. Regresní funkce27 se nazývá podmín� ná
st�ední hodnota vysv� tlované prom� nné y v závislosti na hodnotách vysv� tlujících
prom� nných xi a zna� í se � i,

E y� x i = � i . (4.4)

Za p�edpokladu, že regresní funkce vysv� tlované prom� nné y v základním souboru je lineární
funkcí regresních parametr� , lze stru� n�  psát

� i = x i
T � , (4.5)

kde �  je vektor p+1 parametr�  regresní funkce, � T = [ � 0, � 1, ..., � p] , 

xi je vektor vysv� tlujících prom� nných s p+1 složkami, xi
T = [1, xi1, xi2, ... , xip] .

V p�ípad� n realizací souboru vysv� tlované a vysv� tlujících prom� nných {(yi, x1i, ..., xpi)},
i = 1...n, lzevztah mezi konktrétním složkovým vektorem hodnot vysv� tlované prom� nné yi a
realizacemi souboru vysv� tlujících prom� nných xij zapsat v maticovém zápisu jako

y i = X i j � j � � i ,
i = 1� n , j = 0� p ,

(4.6)

kde X je matice pozorování typu (n, p+1) s �ádky xi
T, 

ei je složkový vektor reziduálních odchylek.

27 Definice p�evzaty z [1], s. 203-298, a [15], s. 20-61.
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Koeficient � 0 v regresní funkci je abslutním � lenem, který posouvá regresní funkci
v prostoru, avšak z hlediska posouzení vztah� mezi prom� nnými nemá žádný zvláštní
význam. Ostatní regresní koeficienty � j, j = 1...p, p�edstavují zm� nu podmín� né st�ední
hodnoty vysv� tlované prom� nné p�i zm� n�  vysv� tlující prom� nné o jednotku. 

Regresní funkce je p�i znalosti všech parametr� � j jednozna� n� ur� ena, v opa� ném p�ípad�
je nutno odhadnout hodnoty parametr� z výb� ru. Odhadnuté hodnoty regresních koeficient�
� j se nazývají výb� rové regresní parametry a zna� í se bj. Provedení tohoto odhadu tvo�í jádro
celé regresní analýzy, nebo�  z výb� ru [yi, xij] umož� uje: 

1) ur� it kvantitativní vztahy mezi vysv� tlovanou prom� nnou y a regresory xi

2) p�edpovídat hodnoty vysv� tlované prom� nné pro nové hodnoty vysv� tlujících
prom� nných.

Bodovým odhadem lineární regresní funkce (4.5) je tzv. výb� rová regresní funkce, 

yi = x i
T b , (4.7)

kde b je vektor p+1 výb� rových regresních koeficient� , bT = [b0, b1, ... , bp] , 

y i jsou vyrovnané (teoretické) hodnoty, které jsou odhadem podmín� ných st�edních
hodnot � i. 

Za t� chto podmínek se pak rovnice  (4.6) zm� ní na 

yi = y i � ei = X i j b j � ei , (4.8)

kde ei je vektor reziduálních odchylek ve výb� rovém souboru. 

V novém zna� ení (�  �  b, �  �  e) se všechny symboly vztahují ke konkrétnímu výb� rovému
souboru [yi, xij], i = 1...n, j = 1...p. 

Vhodnou veli� inou popisující kvalitu regrese je sou� et � tverc�  reziduálních odchylek

Sr
2 = �

i = 1

n

ei
2 = e 2 = y � y 2 = y � Xb 2 = y � Xb T y � Xb . (4.9)

Odhad regresních koeficient� b metodou nejmenších � tverc� se provádí nalezením minimální
hodnoty tohoto výrazu, tj. 

b= arg min
b

y � Xb 2 . (4.10)
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Derivováním vztahu (4.9) lze získat vektor parciálních derivací , tj. gradient

� Sr
2

� b
= � 2 X T y � Xb . (4.11)

Položením rovnosti gradientu a nulového vektoru lze získat tzv. soustavu normálních rovnic,
z nichž lze vypo� ítat odhad vektoru b jako

b= X T X � 1 X T y . (4.12)

4.3 Výb� r významných vysv� tluj ících prom� nných
v lineárním modelu

V souvislosti s lineárním regresním modelem je možno se � asto setkat s hypotézami
o konkrétních hodnotách regresních koeficient� , [1]. Tyto hypotézy se pak testují statistickými
metodami na základ� p�edpoklad� o pravd� podobnostním rozd� lení regresních koeficient� .
Speciálním p�ípadem je testování hypotézy H0 o nulovosti j-tého regresního koeficientu � j

proti alternativní dvojstranné hypotéze H1 o neplatnosti tohoto tvrzení

H 0 : � j = 0, j = 0 � p ,
H 1 : � j � 0 .

(4.13)

Nezamítnutím hypotézy H0 znamená p�ijetí záv� ru, že podmín� ná st�ední hodnota
vysv� tlované prom� nné se p�i zm� nách j-té vysv� tlující prom� nné nem� ní, což je ekvivalentní
nezávislosti vysv� tlované prom� nné y na vysv� tlující prom� nné xj. Tento test je tedy testem
nezávislosti, ovšem p�ed jeho zavedením je nutno ješt� definovat n� kolik statistických veli� in,
na nichž je vybudováno. 

Reziduální rozptyl je nezkresleným odhadem podmín� ného rozptylu s 2 a rovná se sou� tu
� tverc�  reziduálních odchylek z rovnice (4.9) vyd� lenému po� tem stup� �  volnosti (n-p) 

s2 =
1

n � p
Sr

2 . (4.14) 

Nezkresleným a vydatným odhadem rozptylu koeficientu bj je rozptyl s2(bj) 

s2 b j = s2 X T X � 1
jj , (4.15)

kde [  ] jj zna� í j-tý diagonální � len. Jeho odmocninou je odhad sm� rodatné odchylky s(bj)

s b j = s2 b j . (4.16)
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Nyní je již možno definovat testové kriterium. Lze dokázat, že náhodná veli� ina 

t =
b j

s b j

, j = 0 � p , (4.17)

má studentovo t-rozd� lení o (n-p) stupních volnosti. Kritický obor pro hladinu významnosti �
ohrani� uje nerovnost 

t � t 1� � / 2 n � p , (4.18) 

kde t1-� /2(n-p) je kvantil rozd� lení t o (n-p) stupních volnosti. 

Aplikace testového kriteria je pom� rn� jednoduchá. Z vypo� teného vektoru regresních
koeficient� b jsou pomocí výše uvedených rovnic spo� teny hodnoty prom� nné t pro testované
regresní koeficienty (nej� ast� ji všechny) a ty jsou pak porovnávány s kvantily rozd� lení t na
zvolené hladin� významnosti � . Pokud je vypo� tená hodnota menší, nelze zamítnou hypotézu
o nulovosti p�íslušného koeficientu na zvolené hladin� významnosti a vysv� tlující prom� nná
je z daného modelu vypušt� na. 

4.4 Transformace Karhunen – Loeve (komponentní analýza)

P�i lineární regresní analýze se lze setkat s problémem tzv. kolinearity � i multikolinearity.
Je to situace, v níž jsou sloupce matice pozorování (4.6) tém� � � i p�ímo závislé. Míru
závislosti jednotlivých vysv� tlujících veli� in xj nejlépe vystihuje koeficient korelace. 

Výb� rový koeficient korelace r náhodných veli� in x1 a x2 je definován jako

r 1,2 =
x1 � x1

T x2 � x2

x2 � x2 x2 � x2

, (4.19)

tj. výb� rová kovariance veli� in x1 a x2 d� lená sou� inem výb� rových sm� rodatných odchylek
veli� in28. 

28 Tato definice se díky použitému vektorovému zna� ení shoduje se standartní definicí

r 1,2 =

1
n � 1

�
i = 1

n

x1 � x1 x2 � x2

1
n � 1 �

i = 1

n

x1 � x1
2 1

n � 1 �
i = 1

n

x2 � x2
2

.

Normovací � leny (n-1)-1 se vykrátí, na horní sumu je aplikována definice skalárního sou� inu (sou� et sou� inu
jednotlivých složek) a na dolní sumy definice normy (odmocnina ze sou� tu � tverc�  složek).
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Výb� rová korela� ní matice R, je definována jako 

Ri j = r i , j , i , j = 1� p , (4.20)

tj. její prvky tvo�í koeficienty korelace jednotlivých vysv� tlujících prom� nných xi (proto má
na diagonálách jedni� ky).

V p�ípad� multikolinearity jsou n� které nediagonální prvky korela� ní matice R v absolutní
hodnot� blízké, � i rovné jedné. To je ekvivalentní situaci, v níž je matice XTX29 singulární � i
singulární blízká tak, že numerické hledání její inverze je zatíženo velkou chybou. 

V� ta o spektrálním rozkladu matice30

Nech� A je reálná symetrická matice typu (m x m). Potom existuje ortogonální reálná
matice Q taková, že

QTAQ = �  = diag {� 1, � 2, ... ,� m} , (4.21) 

kde � 1, � 2, ... ,� m jsou vlastní � ísla matice A, diag {� 1, � 2, ... ,� m} zna í� diagonální matici typu
(m x m) s prvky � 1, � 2, ... ,� m na diagonále s vlastností QTQ = QQT = I.

Potom také A = Q� QT, � i A= � j = 1

m
� i q i q i

T  (spektrální rozklad matice). 

Protože tvrzení (4.21) lze p�epsat na tvar AQ = Q� , plyne z v� ty, že matice Q obsahuje ve
sloupcích uspo�ádané vlastní vektory matice A. Spektrální rozklad lze mimo jiné chápat
v geometrickém kontextu takto: Násobení vektoru x maticí A je ekvivalentní rozkladu tohoto
vektoru v nezávislé složky ve sm� ru vlastních vektor� matice (ortogonalizace), jejich
vynásobení p�íslušnými vlastními � ísly a zp� tnému složení do p� vodní báze. 

V� ta o spektrálním rozkladu matice umožnuje vyhodnotit multikolinearitu na základ�
vlastních � ísel korela� ní matice: 

Vhodným kriteriem multikolinearity je tzv. index podmín� nosti matice � (X), který je
definován pro pozitivn� semidefinitní matici31 X typu (m x m), jejíž vlastní � ísla byla
o� íslována od nejv� tšího k nejmenšímu � 1 �  � 2 �  ... �  � m jako

� X =
� 1

� m

. (4.22) 

Dle Víška [15], s. 110, znamená situace � (X) >100 velmi silnou kolinearitu, p�i níž je t�eba
n� kterou vysv� tlující prom� nnou vypustit. 

Karhunen-Loevyho transformace, [2], je lineární transformace vstupních vektor� xi � zi ,
která zachovává hodnost prostoru generovaného vysv� tlujícími prom� nnými xi, tj. sloupci

29 Pro xi s nulovou st�ední hodnotou a jednotkovým rozptylem (nutné podmínky pro provedeni Karhunen-Loevy
transformace) je matice XTX rovna korela� ní matici R. 

30 P�evzato z [15], s. 40.
31 Pozitivn�  definitní matice má všechna vlastní � ísla kladná.
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matice pozorování X. Nejd� ležit� jší vlastností matice transformovaných prom� nných zi je, že
jejich korela� ní matice RZ je rovná jednotkové matici I. 

V� ta o transformaci Karhunen-Loeve

Nech� vektory xj, j = 1...p, s nulovou st�ední hodnotou a jednotkovým rozptylem tvo�í
sloupce matice pozorování Xij, i = 1...n, j = 1...p, a nech� T = Q� -1/2, kde Q, resp. � je
ortogonální, resp. diagonální matice spektrálního rozkladu korela� ní matice RX = E[XTX]. 

Pak jsou sloupce matice 

Z = XT (4.23)

navzájem nekorelované32, tj. RZ = I. 

Karhunen-Loevyho transformace umožnuje také dv� ma efektivn� snížit dimenzi problému,
tj. po� et vysv� tlujících prom� nných p: 

1) postupným vypoušt� ním vysv� tlujících prom� nných zi podle velikosti vlastních � ísel až
k dosažení cílové hodnoty indexu podmín� nosti � (X). 

2) Vypušt� ním t� ch vysv� tlujících prom� nných zi, jejichž p�ísp� vek k celkovému rozptylu dat
je menší než zadaná hodnota. Rozptyl p�ísp� vku prom� nné zl je definován jako

s2 z l =
1

m� 1
� l

2 (4.24)

a celkový rozptyl matice jako 

s2 X = �
j = 1

m

s2 z l . (4.25)

Z další analýzy jsou eliminovány ty regresory, pro n� ž je pom� r s2(zl)/s2(X) menší než
zvolená hodnota, nap�. 0,01%. 

Je z�ejmé, že podíl rozptyl� matice X a její index podmín� nosti jsou si blízká kriteria,
nebo� jsou ob� založena na podílu vlastních � ísel v r� zných mocninách. P�i vlastní analýze
dat bude preferován výb� r založený na rozptylu, protože porovnává konkrétní vlastní � íslo se
všemi ostatními a nikoliv pouze nejv� tší a nejmenší vlastní � íslo, jak je tomu v p�ípad� indexu
podmín� nosti. Symbolicky lze výslednou transformaci v� etn�  výb� ru zapsat jako

x j � zk , Rz= I ,
j = 1� p , k = 1� q , q � p.

(4.26)

Transformaci Karhunen-Loeve se � asto �íká komponentní analýza � i metoda hlavních
komponent33, podle názvosloví v n� mž jsou dekorelované prom� nné zi ležící ve sm� rech
vlastních vektor�  nazývány hlavní komponenty.

32 D� kaz je snadný. RZ = E[ZTZ] = E[TTXTXT]  = TT E[XTX]  T = QTRXQ = � -1/2QTQ� QTQ � -1/2 = � -1/2� � -1/2 = I. 
33 Principal Component Analysis.
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4.5 Neuronové sít�

Matematické modely neuronových sítí, [2], byly inspirovány nervovými systémy živých
organism� . Skládají se z jednoduchých prvk� (neuron� ), jejichž vzájemné propojení ur� uje
možnosti celého systému. Konkrétní funkci získá sí� volbou parametr� jednotlivých prvk� a
jejich propojení. Neuronové sít� jsou schopny „se nau� it“ vykonávat ur� itou funkci tzv.
tréninkem. V p�ípad� u� ení s u� itelem34 jsou síti p�edkládana vstupní data (vektor p�íznak� ) a
na základ� porovnání požadovaných (cílových) výstup� s výstupy sít� jsou modifikovány její
parametry až k dosažení požadované shody. 

4.5.1 Neuron a neuronové vrstvy

a b
Obr. 4.1: a – neuron, b - neuronová vrstva. P�evzato z [2], s. 2-5 a 2-8. 

Obrázek 4.1a ukazuje nejjednodušší neuronovou sí� skládající se z jednoho neuronu.
Neuron má jeden vektorový vstup pi, i = 1...R, váhovou matici W typu (1 x R), skalární bias
b, skalární p�enosovou funkci f a skalární výstup a. Vztah mezi vstupem a výstupem lze
matematicky zapsat jako

a= f W p� b . (4.27)

Již pokro� ilejší sí� ovou konstrukcí je tzv. vrstva neuron� , která umož� uje, aby na výstupu
sít� byly vektory. Vrstva je realizována paralelním zapojením více neuron� na jeden vstup.
Zobecn� nímm matematického zápisu (4.27) lze vrstvu s S neurony chápat jako soubor
obsahující: vektorový vstup pi, i = 1...R, váhovou matici W typu (S x R), vektorový bias bj,
vektorovou p�enosovou funkci fj a vektorový výstup aj, j = 1...S. Obrázek 4.1b ukazuje
schematický nákres této vrstvy. Výslednou rovnici lze napsat analogicky jako
34 Supervised learning.
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a= f W p� b . (4.28)

Po� et neuron� v jedné vrstv� m� že být vyšší než po� et složek vstupního vektoru, tj. m� že být
S � R. Tato situace nastává � asto p�i nelineární regresi. Podobn� ani jednotlivé složky
p�enosové funkce fj nemusí být tvo�eny shodnou skalární p�enosovou funkcí f. 

4.5.2 P�enosové funkce

Obrázek 4.2 ukazuje 4 elementární p�enosové funkce. Nejjednodušší z nich je identická
funkce, která z neuronu vytvá�í jednoduchý lineární � len (a = Wp+b). Tato implementace
umož� uje neuronové síti aproximovat chování libovolné lineární funkce. Nap�íklad vhodnou
volbou algoritmu u� ení je možno dosáhnout, aby se sí� chovala jako lineární regresní funkce,
tj. minimalizovala � tverce odchylek mezi požadovanými a skute� nými výstupy. 

Obr. 4.2: � ty� i jednoduché p�enosové funkce. a – Heavisideova funkce (hardlim(x) = 0 pro
x < 0, hardlim(x) = 1 pro x �  0), b – identická (� ist� lineární) funkce
(purelin(x) = x), c – logaritmicko-sigmoidální funkce (logsig(x) = (1 + e-x)-1),
d – hyperbolický tangens (tanh(x) = (ex - e-x)/( ex + e-x ))
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Heavisideova funkce nachází nejvíce uplatn� ní v klasifika� ních úlohách, díky pouhým
dv� ma možným výstup� m, 0 nebo 1. Neurony s touto p�enosovou funkcí jsou nazývány
perceptrony, na základ� jednoduchého p�irovnání dvoustavového výstupu k binárnímu
rozpoznání (percepci). Sít� skládající se z perceptron� a lineárních neuron� jsou schopny
separovat pouze lineárn� separovatelná data, tj. taková data, jež lze v jejich stavovém prostoru
rozd� lit do skupin pomocí p�ímých �ez� . 

Další dv� jednoduché p�enosové funkce již dávají neuronovým sítím možnost aproximovat
nelineární chování. Ob� z nich mapují defini� ní obor (celé R) na sv� j obor hodnot
nelineárním zp� sobem. Logaritmicko-sigmoidální funkce je vhodná pro zpracování dat, jež
mají mít na výstupu pouze kladné � íslo, obor hodnot hyperbolické tangenty je symetrický35.

Všechny p�enosové funkce jsou zobrazeními z R do jeho podmnožiny. Role váhové matice
je vhodným zp� sobem projektovat vstupní p-rozm� rný vektor na reálnou osu. Bias pak tuto
osu posunuje. 

4.5.3 Neuronová sí�

P�i �ešení jednoduchých úloh lze vysta� it s jednou vrstvou neuron� , nicmén� �ešení
složit� jších problém� vyžaduje složit� jší topologii sít� . Nej� ast� ji bývá použito sériové
zapojení vrstev36. V souvislosti s ozna� ováním vrstev se nej� ast� jí používá následující
terminologie: 

• výstupní (n-tá) vrstva je poslední vrstvou sít� ,

• vstupní vrstva je vektor vstup�  p, 

• ostatní vrstvy jsou skryté. 

Pro ozna� ení jednotlivých vrstev se používá horní index, vstupní vrstva má index roven 0.
Váhová matice mezi vstupní a další vrstvou se zna� í IW, ostatní váhové matice se zna� í LW37,
tedy nap�íklad LW2,1 zna� í váhovou matici spojující 1. a 2. vrstvu, f k zna� í p�enosovou funkci
k-té vrstvy, apod. Na obrázku 4.3 je zobrazena jednoduchá sí� s jednou vstupní, jednou
výstupní a dv� ma skrytými vrstvami. Rovnice vyjad�ující propojení jednotlivých vrstev lze
zapsat takto: 

a1 = f 1 IW 1,0 p� b1

a2 = f 2 LW 2,1 a1 � b2 .

a3 = f 3 LW 3,2 a2 � b3

(4.29)

Funkce popisující celkovou reakci neuronové sít�  na vstupní vektor p pak lze zapsat jako 

a3 = f 3 LW 3,2 f 2 LW 2,1 f 1 IW 1,0 p� b1 � b2 � b3 . (4.30)

35 Ob� funkce jsou provázané lineárním vztahem, nap�. tanh(x) = 2 logsig(2x) - 1, a je tedy možno vysta� it
pouze s jednou z nich, pokud jí bude p�edcházet a následovat lineární neuron. Nicmén� jednodušší (a
elegantn� jší) je použít co nejmenšího po� tu neuron� . 

36 Možná jsou i další zapojení - nap�íklad p�i analýze � asových �ad je � asto použito zpožd� ní, tj. vstupní vektor
pi je použit p�i zpracovávání hodnot vektoru pi+k.

37 Input Weight matrix a Layer Weight matrix. 
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Pro zjednodušení zápisu popisu neuronových sítí se � asto používá notace, která pouze
obsahuje po� ty neuron� (a vstup� ) každé vrstvy. Nap�íklad sí� na obrázku je typu R-S1-S2-S3.
Pro p�esnou specifikaci sít� je samoz�ejm� zapot�ebí udat typy použitých p�enosových funkcí
mezi každou vrstvou. 

Obr. 4.3: Jednoduchá sí�  s jednou vstupní, jednou výstupní a dv� ma skrytými vrstvami. P�evzato z [2], s. 2-11. 

4.5.4 Algoritmy u� ení

Neuronovou sí� je možno chápat jako funkci t� í argument� - vstupního vektoru p,
váhových matic W a bias�  b - jejímž výstupem je vektor y , 

y= F W , b , p . (4.31)

P�i daných vstupech a jim odpovídajících výstupech pak proces u� ení neuronové sít� není
nic jiného než, modifikace koeficient� W a b tak, aby skute� né výstupy sít� y byly „co
nejblíže“ cílovému výstupu y. Nech� G zna� í n� jakou zvolenou výkonostní funkci. Pak lze
u� ení chápat jako nalezení takových W a b, které p�i pevn� daných vstupech x a výstupech y
hodnotu G minimalizují38:

W , b = arg min
W , b

G x , y W , b . (4.32)

38 Z tohoto hlediska lze vztah (4.10) chápat jako minimalizaci výkonostní funkce sou� tu � tverc�  reziduí. 
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Hledání minima výkonostní funkce je samo o sob� velmi složitou úlohou, p�i níž se
využívá numerických metod. V� tšina t� chto metod je iterativních – nesnaží se o nalezení
minima okamžit� , ale v posloupnosti krok� . Nap�íklad v p�ípad� vrstvy lineárních neuron� 39,
pro n� ž je vhodnou výkonostní funkci suma � tverc� reziduí (4.9), je pravidlo pro výpo� et
nových koeficient�  dáno výrazy

W k � 1= W k � � 2exT ,

b k � 1 = b k � � 2 e ,
(4.33)

kde e je vektor odchylek skute� ných a cílových výstup� sít� , e= y � y , a � je tzv. rychlost
u� ení. Pro zajišt� ní stabilní konvergence je nutné, aby rychlost u� ení byla menší než
p�evrácená hodnota nejv� tšího vlastního � ísla korela� ní matice xTx. 

Výraz (4.33) je speciálním p�ípadem obecné metody hledání minima výkonostní funkce
sou� tu � tverc� pro lineární systém40. Pro obecný nelineární systém a obecnou výkonostní
funkci lze použít tzv. metody nejv� tšího spádu. Rovnice pro výpo� et nových aproximací je
možno symbolicky zapsat výrazy

W k � 1= W k � �
� G
� W

,

b k � 1 = b k � �
� G
� b

,
(4.34)

které m� ní hodnoty koeficient� ve sm� ru nejv� tšího spádu, tj. proti sm� ru gradientu. Tak se
iterativn�  posouvá po ploše grafu výkonostní funkce, n� kdy též nazývané chybovou plochou41.
V p�ípad� lineárního systému, jehož výkonostní funkce je známa analyticky (mnoharozm� rná
parabola), je možno její globální minimum ur� it p�ímým výpo� tem. V obecném p�ípad� je
výhodn� jší použít metodu nejv� tšího spádu, než po� ítat mnohé lokální extrémy. 

Iterativní p�ístup má další výhody – umož� uje nap�íklad pozastavit výpo� et p�i dostate� n�
malé hodnot� výkonostní funkce, tj. dostate� n� dobré aproximaci, po ur� ité dob� iterace,
apod. Na druhé stran� je hledání minima tímto algoritmem pom� rn� zdlouhavé a m� že selhat,
pokud se dostane do lokálního minima. Tyto nedostatky se pokouší p�ekonat n� kolik
heuristických vylepšení algoritmu (4.34). 

Metoda nejv� tšího spádu s hybností zavádí konstantu hybnosti � , která je mírou pohybu po
chybové ploše

� W k = 1 � � �
� G
� W

� � � W k � 1 (4.35)

a roste, pokud p�i iteraci dojde ke snížení hodnoty výkonostní funkce. V opa� ném p�ípad� je
nastavena na nulu (ztráta hybnosti) a v dalších krocích op� t pomalu roste. Metoda nejv� tšího

39 Vztah (4.33) lze použít i pro perceptrony s volbou �  = ½.
40 Ze srovnání výraz� (4.11) a (4.33) je patrno, že výraz 2exT je roven gradientu výkonostní funkce sou� tu

� tverc�  reziduí.
41 Error surface.
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spádu s adaptivní rychlostí u� ení namísto s konstantní hodnotou rychlosti u� ení tento
parametr dynamicky zv� tšuje � i zmenšuje podle zm� n výkonostní funkce. Ob� modifikace lze
samoz�ejm� vhodn� zkombinovat. Metoda pružného u� ení42 nepoužívá gradient pro ur� ení
velikosti zm� ny koeficient� (ta je ur� ena volitelným parametrem), ale pouze pro jejich
znaménka. Tato metoda konverguje v mnoha p�ípadech mnohem rychleji než ostatní varianty
metody nejv� tšího spádu, které mohou vyprodukovat jen malé zm� ny koeficient� - d� je se tak
v oblastech, v nichž jsou sigmoidální funkce ploché. 

4.5.5 Pokro� ilé algoritmy u� ení 

Metody založené na principu nejv� tšího spádu m� ní koeificenty ve sm� ru nejv� tšího
poklesu výkonostní funkce. Z empirické zkušenosti se ale ukazuje, že tento sm� r nemusí
nutn� zaru� ovat nejrychlejší konvergenci. Metody sdruženého gradientu a kvazi-newtonovské
metody se snaží o nalezení vhodn� jšího sm� ru. 

Metody sdruženého gradientu43 využívají jednoduchý postup: 

1) ur� í sdružený gradient (nej� ast� ji jako lineární kombinaci gradientu sou� asné a p�edchozí
iterace)

�
� G
� W

� sdružený
k = �

� G
� W

� k � � k �
� G
� W

� sdružený
k � 1 , (4.36)

2) hledají minimum výkonostní funkce na p�ímce ve sm� ru sdruženého gradientu. 

Varianty t� chto metod se liší výpo� tem parametru � a postupem hledání minima na p�ímce
(d� lením intervalu, interpolací apod.). 

Newtonovské metody se snaží pr� b� h funkce odhadovat nejen na základ� první, ale i druhé
derivace funkce

W k � 1 = W k � �
� 2 G

� W 2
� � 1 � G

� W
. (4.37)

Kvazi-newtonovské metody (n� kdy též metody se� en) se snaží aproximovat výpo� etn� složitý
Hessián � 2G/� W2 (tj. matici druhých derivací). Metoda v této práci použitá, algoritmus
Levenberg-Marquardt, pat�í do t� ídy t� chto metod. Tento algoritmus vychází z následujících
aproximací 

� 2 G

� W 2
= J T J ,

� G
� W

= J T e ,

(4.38)

42 Resilient backpropagation.
43 Conjugate Gradient Algorithms.
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kde J je Jakobián (tj. matice prvních derivací) chyb e podle parametr�  sít� . Výpo� et Jakobiánu
je výrazn� jednodušší než výpo� et Hessiánu. Výsledný vztah pro u� ení neuronové sít�
algoritmem Levenberg-Marquardt je 

W k � 1 = W k � � J T J � � I � � 1 J T e. (4.39)

Parametr � ur� uje, zda se metoda podobá více metodám nejv� tšího spádu (� velké) nebo
newtonov� metod� (�  = 0). Tento algoritmus se vyzna� uje velmi rychlou konvergencí pro
regresní úlohy, obzvlášt�  v p�ípadech, kdy se jedná o závislost blízkou lineární. 

4.5.6 Návrh neuronové sít�

Mezi mnohými typy úloh, které je možo �ešit použitím neuronových sítí, p�ední místa
zaujímají dv� t� ídy: regrese (tj. aproximace funkce) a klasifikace. Lineárn� separovatelné
úlohy, které pat�í mezi nejjednodušší úlohy obou t�íd, je možné �ešit pomocí jednovrstevné
sít�  tvo�ené neurony s 

1) lineární p�enosovou funkcí, jejíž výstup je reálné � íslo (aproximace lineární funkce, tj.
b� žná lineární regrese), 

2) Heavisideovou p�enosovou funkcí, která zobrazuje do diskrétní množiny {0, 1}
(jednoduchá klasifikace dat). 

Složit� jší úlohy si žádají aplikaci složit� jších p�enosových funkcí, tj. logaritmicko-
sigmoidální funkce a hyperbolické tangenty, a mohou také vyžadovat složit� jší neuronovou
sí�  s více vrstvami. Základní schématem je trojvrstvá sí� : 

vstupní vrstva – skrytá nelineární vrstva – výstupní vrstva.

Pro složit� jší úlohy m� že být po� et skrytých vrstev vyšší. P�enosové funkce výstupní vrstvy
op� t ur� ují, zda se jedná o: 

1) nelineární regresní úlohu – v tomto p�ípad� jsou použity lineární neurony, které „roztahují“
omezený obor hodnot p�enosových funkcí skryté vrstvy do oboru reálných � ísel.
Nej� ast� jší úlohou je stanovení funk� ního vztahu mezi souborem veli� in, nap�íklad
stanovení odhad� pro hladiny cholesterolu v závislosti na ostatních látkách p�ítomných
v krvi;

2) nelineární klasifika� ní úlohu - v tomto p�ípad� jsou použity logaritmicko-sigmoidální
neurony, které zobrazí výstupy do intervalu (0, 1). Nej� ast� jší úlohou je rozpoznávání
obrazu, nap�íklad rozlišení mezi maligními a benginími nádory z jejich obraz� . 

Po� et neuron� ve výstupní vrstv� je ur� en �ešeným problémem. Ve skrytých vrstvách je
� asto po� et neuron� vyšší než po� et vstup� . Nap�íklad pro jednoduchou aproximaci funkce
sin(x) je možno zvolit sí� 1-5-1, pro stanovení parity 3-bitového � ísla je možno zvolit sí�
3 - 10 - 10 - 1. 
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Zvýšení po� tu neuron� � i vrstev s sebou p�ináší výhody p�esn� jších výsledk� , zvyšuje ale
výpo� etní � as a m� že vést k „p�eu� ení“ soustavy. V anglické literatu�e je tento jev nazýván
termínem overfitting, což zna� í p�ílišné t� sné p�izp� sobení soustavy konkrétním vstup� m. P�i
p�eu� ení již sí� nemodeluje vlastnosti celé populace, ale konkrétního vstupního vektoru p.
Nap�íklad p�i regresních úlohách dochází k p�íliš t� sné p�iléhavosti mezi regresní k�ivkou a
cílovými hodnotami. Regresní k�ivka je mezi jednotlivými body zvln� ná a nevystihuje
globální trend. P�eu� ení soustavy lze zabránit nap�íklad regularizací � i technikou v� asného
ukon� ení u� ení. P�i regularizaci je výkonostní funkce obohacena o � len se sou� tem � tverc�
koeficient� sít� , � ímž dochází k penalizaci konfigurací sít� s velkými hodnotami koeficient�
(regresní k�ivka je hladší, a tedy mén� náchylná k p�eu� ení). P�i technice v� asného ukon� ení
je krom� výkonostní funkce pro cílové výstupy a skute� né výstupy, na nichž se sí� u� í (tzv.
trénovací soubor), po� ítána výkonostní funkce pro další soubor vstupních a výstupních dat
(tzv. valida� ní soubor). Algoritmus u� ení je zastaven v p�ípad� vzr� stu hodnot výkonostní
funkce valida� ního souboru. 

4.6 Diagnostika model�

Pro pozouzení vhodnosti daného modelu byla vybrána následující kriteria, [1]: 

1) Sou� et � tverc� reziduí S2
r (4.9) akcentuje velké odchylky oproti malým. Toto kriterium je

všeobecn�  nej� ast� ji používano. 

2) Pr� m� rný sou� et � tverc� reziduí MSE44 umož� uje rozší�it porovnání i na modely
s nestejným po� tem realizací vysv� tlované a vysv� tlujících veli� in, díky normování po� tem
realizací 

MSE =
1
n

Sr
2 =

1
n �

i = 1

n

ei
2 . (4.40)

Toto normování ovšem nezajistí stejnou hodnotu kriteria pro model s dvojnásobnými
hodnotami vysv� tlovaných i vysv� tlujících prom� nných. 

3) Jako vhodné normované kriterium pro lineární modely s absolutním � lenem45 je nej� ast� ji
používán koeficient determinace

r 2 =
r 0

2 � Sr
2

r 0
2 =

y � y 2

y � y 2 . (4.41)

y zna� í modelem odhadnuté hodnoty vysv� tlované prom� nné, r0
2 je m� rou odchylky

skute� ných hodnot vysv� tlované prom� nné od jejího pr� m� ru, tj. r 0
2 = y � y 2 a

y= n� 1� i = 1

n
yi . 

44 Mean Squared Error.
45 Pro model bez absolutního � lenu je r 0

2 = y 2
. 
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Vztah 

Sr
2 � y � y 2 = r 0

2 , (4.42)

jehož platnost plyne z Pythagorovy v� ty46, umož� uje snadnou interpretaci koeficientu
determinace. Sr

2 je m� rou odchylky skute� ných hodnot vysv� tlované prom� nné od jejich
odhadnutých hodnot (a tedy jej lze chápat jako modelem nevysv� tlené odchylky). Naopak
r0

2 je m� rou odchylky skute� ných hodnot vysv� tlované prom� nné od jejího pr� m� ru. Jejich
rozdíl je pak možno chápat jako modelem vysv� tlené odchylky. Koeficient determinace je
v tomto kontextu práv�  podíl a jakožto takový nabývá hodnot z intervalu ‹0, 1›. 

4) Výb� rový koeficient korelace r vysv� tlované prom� nné y a jejího odhadu y je podle
definice (4.19) definován jako

r y , y=
y � y T y � y

y � y y � y
, (4.43)

tj. výb� rová kovariance veli� in y a y d� lená sou� inem výb� rových sm� rodatných
odchylek veli� in. Pro snadná porovnání lineárních a nelineárních model� bude použit
� tverec koeficientu korelece, tzv. koeficient determinace, který je definován jako 

r y , y
2 = r y , y

2 . (4.44)

Koeficient determinace je nej� ast� ji používané kriterium pro diagnostiku lineárních
regresních odhad� (pro tyto modely se definice (4.44) a (4.41) shodují47) a pro nelineární
odhady jej lze snadno spo� ítat podle vztahu (4.44). Z toho d� vodu bude koeficient
determinace brán jako hlavní kriterium vhodnosti modelu pro všechny, i nelineární modely.

5) Koeficient determinace pro lineární model (4.41) je rostoucí � i p�inejmenším neklesající
funkcí po� tu vysv� tlujících prom� nných. Pro penalizaci p�íliš vysokého po� tu
vysv� tlujících prom� nných se používá upravený koeficient determinace48, který je nep�ímo
úm� rný jak velikosti reziduálního sou� tu � tverc�  tak dimenzi modelu p 

r adjusted
2 = 1� 1� r 2 n � 1

n � p
. (4.45)

46 Z definice jednotlivých s� ítanc� lze vztah (4.42) psát jako y � y 2 � y � y 2 = y � y 2 . Pro d� kaz

kolmosti vektor�  y � y  a y � y viz [15], s. 50-51.
47 Tento fakt plyne z aplikace kosinové v� ty v trojúhelníku daném rovnící (4.42). Detailní d� kaz [15], s. 50.
48 N� kdy též nazývaný adjustovaný koeficient determinace (r2 adjusted).
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5 APLIKACE 

5.1 Formulace úlohy a vstupní data

Jak již bylo �e� eno, hlavním cílem této práce je najít vazby mezi obrazy lomových povrch�
a lokální makroskopickou rychlostí ší�ení trhliny. Jako vstupní data byly použity sady obraz�
lomových povrch� získaných na � ty�ech t� lesech typu CT z korozivzdorné oceli AISI 304L.
Všechna t� lesa byla vystavena monotonnímu cyklickému zat� žování s parametrem asymetrie
cyklu R = 0,3 v prost�edí B-vody o teplot� 20°C. T� lesa a jim odpovídající charakteristiky
jsou ozna� eny zkratkami C16, C17, C18 a C19. Podrobnosti o procesu získávání vstupních
dat (obrazy a rychlosti) jsou obsaženy ve zpráv�  [9], o niž se následující analýza opírá. 

Povrchy únavových lom� byly zachyceny �ádkovacím elektronovým mikroskopem p�i
zv� tšení 200x (viz nap� obrázky 1.1, 5.1a). Velikost plochy zachycené mikroskopem je 0,6 x
0,45 mm. Vzdálenost st�ed� obraz� je 0,4 mm, takže mezi po sob� jdoucími obrazy dochází
k p�ekryvu 0,05 mm (12,5%). Všechny obrazy jsou archivovány ve formátu BMP v rozlišení
1600 x 1200 pixel� s 256 odstíny šedi. Obrazy byly p�ed vlastní obrazovou analýzou
p�edzpracovány jednoduchým normovacím algoritmem49. Vliv normování je znázorn� n na
obrázku 5.1. 

 

a b
Obr. 5.1: Obraz lomové plochy a – p� vodní obrázek, b – po normování 

49 Normování s maskou o velikosti 32 x 32 pixel�  a krokem 8 pixel� . Viz [11].
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Následující tabulka podává detailní informace o každé sad� obrázk� . N� které obrazy byly
ze zpracování vylou� eny, p�edevším z d� vodu kvalitativn� odlišného charakteru textury. Jde
p�edevším o obrazy p�ed dolomem, protože neobsahují výhradn� únavovou lomovou plochu,
a n� kolik málo dalších (nej� ast� ji první a poslední). Kinetika CGR na po� átku a konci
lomového procesu se n� kdy i podstatn� liší od kinetiky v jeho pr� b� hu. Extrémní p�ípady jsou
z analýzy vypušt� ny, pro usnadn� ní nalezení závislosti mezi obrazovou texturou a CGR na
bázi lineárních metod. Celkem 14 obraz� ze vzorku C19 (32-45) muselo být vylou� eno
z d� vodu chybného m� �ení rychlosti ší�ení trhliny.

Vzorek C16 C17 C18 C19

Délka vrubu 12.77 12.9 12.59 12.50

Celkem obrázk� 46 46 45 46

Jména soubor �  (* .bmp) 1-46 1-46 1-45 1-46

Obrázek p� ed dolomem: 46 46 45 46

Neanalyzované obrázky první (1)
poslední

(45) 
žádný 1-3, 32-45

Tabulka 5.1: Informace o vzorcích a obrazech povrchu lomu. 

P�i�azení rychlosti ší�ení trhliny v jednotlivým obrázk� m není tak p�ímo� aré, jak by se na
první pohled mohlo jevit. Protože její p�ímé experimentální m� �ení je v podstat� nemožné,
m� �í se dvojice hodnot [délka trhliny, po� et cykl� ], tj. [ak, Nk], které se transformují na
rychlosti. P�i transformaci je t�eba brát ohled na tato fakta: 

1) Dvojice hodnot [ak, Nk] jsou vzhledem k lomové ploše rozmíst� ny nepravideln� bez
souvislosti s pozicí obrázk� . P�i�azení rychlosti ší�ení trhliny každému obrázku se proto
�eší interpolací.

2) Trhlina roste skokovit� a výsledné hodnoty rychlostí mají velký rozptyl. Jednoduchá
regrese na základ� r� stového zákona nepostihne dostate� n� lokální fluktuace p�ítomné
v jednotlivých obrazech. Zárove� je t�eba zachytit trend spole� ný všem vzork� m.
Z tohoto d� vodu je regrese dvojstup� ová – v první fázi vystihne celkový trend a v druhé
odchylky jednotlivých vzork�  od pr� m� ru.

Nejprve je z empiricky získaných dvojic [ak, Nk] „numerickou derivací50“ stanovena
rychlost 

v=
� a
� N

. (5.1)

50 Numerická derivace dále zvyšuje rozptyl.
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V dalším kroku je délka trhliny a, která p� i známých hodnotách zat� žování charakterizuje stav
napjatosti v t� lese, transformována na rozkmit faktoru intenzity nap� tí � K podle normy
ASTM E 647 pro CT t� lesa

� K a =
� P

BW1 / 2

2 �
a
W

1�
a
W

3 / 2
0.886� 4.64

a
W

� 13.32
a
W

2

� 14.72
a
W

3

� 5.60
a
W

4

, (5.2)

kde B zna� í tlouš� ku a W ší�ku t� l� sa. 

Dvojice hodnot [vj, � Kj] již lze vhodným zp� sobem interpolovat. Nejjednodušší r� stový
model Parise a Erdogana 

v= A � K � (5.3)

s dv� ma parametry není posta� ující pro dobý popis dat. Empirický regresní vztah51 

vm = A
� K ef � K 1

K 2 � � K ef

�

(5.4)

se � ty�mi parametry spole� nými pro všechny � ty�i vzorky C16-C19 již poskytuje
požadovanou výstižnost. Individuální odchylky jednotlivých vzork� od spole� né regrese byly
modelovány n� kolika po� áte� ními � leny Fourierovské �ady

d v= a1 sin � � b1 cos� � a2 sin 2 � � b2 cos2 � � � ,

� = 2 �
� K ef � K 1

K 2 � K 1

.
(5.5)

Vyslednou závislost v = v(� Kef) pak lze inverzí vztahu (5.2) transformovat na požadovanou
závislost v = v(a) a p�i�adit hodnoty rychlosti ší�ení únavové trhliny st�ed� m jednotlivých
obrázk� . 

5.2 Zp� sob analýzy

5.2.1 Trénovací soubor

Kvalita každého modelu je ur� ena nejen jeho schopností popisu vlastností konkrétního
souboru vzork� , ale hlavn� jeho schopností p�esn� p�edpovídat výsledky na ostatních datech.
Z této perspektivy lze vzorky rozd� lit do dvou kategorií:

1) trénovací soubor, na n� mž jsou ze znalosti skute� ných hodnot CGR (y) regresní analýzou
stanoveny hodnoty parametr� regresního modelu tak, aby odchylky skute� ných a modelem
odhadnutých hodnot CGR y byly co nejmenší;

51 Pro p�ehled r� stových model�  ší�ení trhliny viz [8].
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2) modelovaný soubor, který slouží jako vstup konkrétnímu modelu, jenž p�edpovídá souboru
odpovídající hodnoty CGR.

Jedno z fundamentálních aplika� ních hledisek je rozsah trénovacího souboru. V oboru
zkoušek a únavy matriálu je nejv� tším problémem nedostate� ným objem vstupních dat, nebo�
experimenty jsou velmi nákladné. V b� žné aplikaci se proto parametry modelu odhadují ze
souboru všech vzork� , které jsou k dispozici. Kvalita modelu je pak dokumentována jeho
predik� ní ú� inností na trénovacích datech, což bývá nez�ídka kritizováno. 

Vytvo�ení model� , které by umožnily zúžit trénovací soubor, je jedním z nejvýznamn� jších
cíl� texturní fraktografie. Za zvláštní úsp� ch je možno považovat model trénovaný na jediném
vzorku, avšak predikující dob�e vzorky ostatní – nebo� jeden vzorek p�edstavuje elementární
vstupní informaci. 

Z t� chto d� vod� jsou v dalších kapitolách samostatn� �ešeny p�ípady, kdy je jako trénovací
použit celý soubor vzork� , resp. kdy jesou jako trénovací použita data z jednotlivých vzork� . 

5.2.2 Snížení dimenze

Na tomto míst� je t�eba zd� raznit d� ležitost dimenzionality problému. P�i analýze je
žádoucí, aby po� et analyzovaných obraz� n byl „výrazn� v� tší“ než po� et složek vektoru
p�íznak� p. Regresní funkce by m� la predikovat skute� né st�ední hodnoty celé populace
(tj. všech možných vzork� ), nikoliv st�ední hodnoty analyzovaných vzork� . Pokud bude po� et
obraz� roven po� tu charakteristik (n = p), bude lineární soustava z matematického hlediska
jednozna� n� ur� ena. Regresní funkce bude p�esn� vystihovat modelovaná data, tj. reziduální
odchylky ve vztahu (4.8) budou nulové. V tomto p�ípad� nebude model odrážet jen fyzikální
zákonitost ale zahrne i náhodné fluktuace. � ím v� tší bude pom� r n/p, tj. z matematického
hlediska p�eur� ení soustavy, s tím v� tší pravd� podobností model tyto fluktuace nezahrne.
Jako rozumná dolní hranice tohoto pom� ru byla zvolena hodnota n/p = 10. Požadavek
p�eur� enosti je platný jak pro lineární regresní model, tak pro nelineární analýzu metodami
neuronových sítí.

Volba dimenze je provázána s ostatními volbami. Nap�íklad p�i rozkladu podle schematu
vlnkových paket� na úrovni J = 3 má p�íznakový vektor celkem 126 složek. P�i zahrnutí
všech � ty� vzork� C16-19 je po� et analyzovaných obraz� n = 160 a soustava je nedostate� n�
p�eur� ena. Model vykazuje velmi dobrou p�iléhavost mezi p� vodními a odhadnutými
hodnotami CGR, ovšem zcela by selhal p�i predikci hodnot na dalších vzorcích. Tabulka 5.2
ukazuje po� et složek vektoru vlnkových charakteristik (3.4) pro r� zné rozkladové úrovn�
(J = 1,2,3) a volby typu rozkladu (separabilní – vlnkové pakety, neseparabilní – vlnkový
rozklad). 
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Typ rozkladu Úrove�  rozkladu J Po� et složek vektoru p� íznak�

separabilní vlnková funkce – vlnkový
rozklad 

1 6

2 30

3 126

neseparabilní vlnková funkce – rozklad
vlnkovými pakety

1 2

2 4

3 6

4 8

atd. atd.

Tabulka 5.2: Po� et složek vektoru p�íznak�  (3.4) pro r� zné rozkladové úrovn�  a volby typu rozkladu.

Z tabulky je z�ejmé, že nap�íklad pro separabilní transformaci a úrovn� J = 2,3 je pro
dosažení požadované hodnoty pom� ru n/p nutno p�íznakové vektory ješt� dále p�edzpracovat.
Toto p�edzpracování bude provedeno transformací Karhunen-Loeve (odstavec 4.4) s volbou
minimálního rozptylu dat 0,02%. Tato volba povede v p�ípad� rozkladu s nejv� tším po� tem
složek p�íznakového vektoru (separabilní transformace na úrovni J = 3) k výb� ru 16
významných regresor� . Transformace bude na p�íznakový vektor aplikována vždy. Vlastní
odhad optimálního po� tu regresor� , tj. po� tu regresor� , které mají p�ímou vazbu na fyzikální
závislost mezi obrazovou texturou lomové plochy a rychlostí ší�ení trhliny, bude vysv� tlen
v odstavci 5.3.3.

5.2.3 Metodika analýzy

Doposud byl prezentován zp� sob výpo� tu p�íznakového vektoru (kapitola 3) a možné
metody analýzy (kapitola 4), nicmén� vlastní ur� ení regresního vztahu má ješt� mnoho stup� �
volnosti. P�edevším je to volba rozkladové vlnkové funkce, volba úrovn� rozkladu a volba
významných složek p�íznakového vektoru, tj. volba dimenze. Prozkoumání všech možných
kombinací v prostoru voleb je � asov� a vypo� etn� náro� né. Proto bude analýza probíhat
v n� kolika krocích. V každém kroku bude lineárním modelem analyzována pouze jedna volba
a nalezena její optimální hodnota, která bude použita p�i analýze dalších voleb. Po nalezení
nejlepšího lineárního modelu bude u� in� n pokus tento model zlepšit nelinárními metodami.
V dalším kroku bude testována kvalita predikce regresního modelu. 

Pro efektivní porovnání model� budou použita dv� diagnostická kriteria založená na
skute� ných (y) a modelem odhadnutých hodnotách CGR y :

1) Upravený koeficient determinace r2
adjusted, (4.45), a

2)  pr� m� rný sou� et � tverc�  odchylek MSE, (4.40). 

Tato kriteria m� �í, jak dob�e lze namodelovat data získaná na základ� vstupního souboru.
Nejsou citlivá na po� et na po� et analyzovaných obraz� n. Upravený koeficient determinace
navíc penalizuje použítí p�íliš vysokého po� tu regresor� p. Výsledky budou prezentovány
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i graficky (obrázek 5.2 a další). Vhodnost daného modelu je vyjád�ena blízkostí bod�
y , y p�ímce y= y. Grafické zobrazení navíc umož� uje posoudit kvalitu regrese pro

jednotlivé obrazy a jejich posloupnost, a tedy i vhodnost regrese jakožto popisu fyzikálního
jevu. 

Jako základní (srovnávací) regresní model je použit vlnkový rozklad na úrovni J = 3
pomocí vlnkové funkce db1. Tato rozkladová funkce, též známá pod jménem Haar� v wavelet,
je velmi jednoduchá (obrázek 2.3). Naopak v základním modelu byla zvolena nejvyšší úrove�
rozkladu z d� vodu nejlepšího možného popisu a následné volby dimenze. Trénovacím
souborem základního modelu jsou v� echny vzorky C16-19. Kvalita regrese je porovnávána na
všech vzorcích spole� n�  i individuáln� . Základní model bude srovnáván s ostatními modely. 

Postup analýzy v kapitole 5.3 je následující: 

1) Lineární regrese základního modelu. 

2) Volba vlnkové funkce

3) Volba dimenze a úrovn�  rozkladu

4) Volba typu vlnkových koeficient�

V kapitole 5.4 je provedeno testování kvality predikce regresního modelu zúžením
trénovacího souboru, nelineární regrese pomocí neuronových sítí je provedena v kapitole 5.5.
Fyzikální interpretací regresního modelu se zabývá kapitola 5.6. 

5.3 L ineární regresní model na celém souboru vzork�

5.3.1 Základní model 

Jakožto základní model je použit vlnkový rozklad do úrovn� J = 3 pomocí vlnkové funkce
db1. P�i tomto rozkladu jsou obrazy lomové plochy rozloženy do celkem 43 - 1 = 63 detail� .
Pro každý detail jsou spo� teny st�ední odchylky C (3.1) a rozptyly E (3.2) a je sestaven vektor
vlnkových charakteristik (3.4). P�íznakový vektor má tedy celkem 63 *  2 = 126 � len� a z n� j
je automaticky metodou hlavních komponent vybráno 16 regresor� . Poté je provedena
lineární regrese za použití vzork�  C16-19 jako trénovacího souboru. 

Z obrázku 5.2 je patrno, že výsledky dosažené metodou nejmenších � tverc� jsou velmi
kvalitní. Pro vzorky C16-18 dokonce upravený koeficient determinace r2

adjusted dosahuje
v pr� m� ru hodnot v� tších než 0,93. Vzorek C19 do souboru zcela nezapadá, odhady hodnot
CGR v dolní oblasti vykazují zna� né odchylky od zm� �ených hodnot. Je d� ležité zd� raznit
použití upraveného koeficientu determinace r2

adjusted (4.45), který je - na rozdíl od normálního
koeficientu determinace r2 (4.44) - velmi citlivý na po� et regresor� . V p�ípad� vzork� C16-18,
pro n� ž je n/p �  2,8, je pr� m� rná hodnota r2 = 0,955 - hodnoty obou kriterií se tedy p�íliš
neliší. Naopak pro vzorek C19, kde n/p �  1,8, dosahuje koeficient determinace hodnoty
r2 = 0,82 – v tomto p�ípad�  je rozdíl zna� ný. 
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Obr. 5.2: Lineární regrese základního modelu na celém souboru vzork� . 
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5.3.2 Volba vlnkové funkce

Volba optimální vlnkové funkce je provedena modifikací základního modelu zám� nou jeho
vlnkové funkce db1 n� kolika separabilními (db2, db3, db4, db5, db6, db7, db8 – obrázky 2.3 a
2.4; sym2, sym4, sym6, sym8 – vlnkové funkce s vysokým stupn� m symetrie) a
neseparabilními funkcemi (Neville2, Neville4, Neville6, Neville8 - obrázek 2.9). V p�ípad�
neseparabilních funkcí byla použita nejvyšší možná rozkladová úrove�  J = 12. 

Tabulka 5.3 ukazuje po� et regresor� p vybraný komponentní analýzou a hodnoty MSE a
r2

adjusted, pro modelovaný soubor všech vzork� C16-19, tj. všechny vzorky byly použity jak pro
stanovení hodnot regresních koeficient� , tak pro predikci hodnot CGR. 

Vlnková funkce p MSE [10-3] r2
adjusted

db1 16 2.89 0.935

db2 13 2.90 0.936

db3 12 2.54 0.945

db4 14 2.67 0.941

db5 13 2.85 0.938

db6 13 2.77 0.939

db7 14 2.89 0.936

db8 14 3.10 0.932

sym2 13 2.90 0.936

sym4 13 2.80 0.939

sym6 13 2.88 0.937

sym8 14 2.85 0.937

Neville2 7 7.43 0.844

Neville4 7 6.85 0.856

Neville6 8 6.05 0.872

Neville8 8 5.95 0.874

Tabulka 5.3: Srovnání regrese základního modelu pro r� zné vlnkové funkce. Vzorky C16-19 použity jako
trénovací i modelovaný soubor. p – po� et regresor� vybraných metodou hlavních komponent.
Optimální vlnková funkce je zvýrazn� na tu� n� . 

Z porovnávání dosažených hodnot obou kriterií je z�ejmé, že: 

1) Separabilní wavelety (dbN a symN) s rozkladem ve vlnkové pakety dosahují lepších
výsledk�  v obou kriteriích než neseparabilní funkce (NevilleN) s vlnkovým rozkladem. 

2) Mezi separabilními wavelety jsou všechny výsledky velmi blízké.

3) Symetrické wavelety (symN) dosahují tak�ka identických výsledk� nezávisle na typu
vlnkové funkce. Nejlepšího výsledku dosahuje wavelet sym4. 
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4) Wavelety typu Daubechies (dbN) dosahují velmi blízkých výsledk� nezávisle na typu
vlnkové funkce, nicmén� wavelet db3 dosahuje nejlepšího výsledk� jak mezi funkcemi
dbN , tak mezi všemi analyzovanými wavelety. 

Jako optimální vlnková funkce byl vybrán wavelet db3. Grafické výsledky základního
modelu p�i této volb� ukazuje obrázek 5.3. Z porovnání s obrázkem základního modelu 5.2 je
patrno, že k nejvýrazn� jšímu zlepšení regrese podle kriteria r2

adjusted došlo u vzorku C19.
U vzorku C18 došlo k vyraznému poklesu hodnoty MSE, ovšem ješt� stále nedosahuje kvality
regrese vzork�  C16 a C17. 
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Obr. 5.3: Lineární regrese základního modelu na celém souboru vzork�  p� i použití waveletu db3. 
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5.3.3 Volba dimenze a úrovn�  rozkladu

V odstavci 5.2.2 bylo nazna� eno, jak snížit dimenzi p�íznakového vektoru metodou
hlavních komponent. Vlnkové charakteristiky (3.1) a (3.2) vykazují zna� nou míru korelace,
takže lze snadno redukovat p� vodní vektor vlnkových charakteristik (3.4), který má pro
rozkladovou úrove� J = 3 celkem 126 složek, na nový vektor p�íznak� , jehož dimenze je
v p�ípad� základního modelu pouze 16 a v p�ípad� základního modelu s vlnkovou funkcí db3
pouze 12. 

V tomto odstavci bude zkoumáno, kolik z t� chto regresor� je skute� n� významných, tj.
majících p�ímou vazbu na CGR. Výb� r významných prom� nných bude proveden pomocí
testu (4.17). Testové kriterium bude vybírat z redukovaného vektoru p�íznak� pevn� zvolený
po� et regresor� d (dimenze). Vyšet�ením závislosti upraveného koeficientu determinace na
dimenzi bude možno ur� it jeho maximum, a tak stanovit fyzikáln� významný po� et regresor� .
Protože dimenze problému m� že záviset na úrovni rozkladu J, je nutno zkoumat tuto závislost
najednou pro všechny možné rozkladové úrovn� . Obrázek 5.4 zachycuje grafickou podobu
závislostí upraveného koeficientu determinace na této veli� in� pro základní model s vlnkovou
funkcí db3 pro rozkladové úrovn�  J = 1,2,3. 

Obr. 5.4: Závislost upraveného koeficientu determinace r2
adjusted na po� tu regresor� d pro

rozkladové úrovn�  J = 1,2,3. Poloha popisku úrovn�  zna� í optimální dimenzi. 
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Pro každou úrove� byla optimální dimenze stanovena bu� jako maximum závislosti
(J = 1,2), nebo takový po� et regresor� , pro který již nedochází k významnému r� stu
upraveného koeficientu determinace (J = 3). Tabulka shrnuje optimální dimenzi podle úrovn�
rozkladu J.

Rozkladová úrove�  J Optimální dimenze dJ

1 2

2 7

3 8

Tabulka 5.4: Vliv rozkladové úrovn�  J na optimální dimenzi problému d. 

Z grafu je dále z�ejmé, že pro libovolnou dimenzi je rozklad na úrovni J = 3 vždy nejlepší.
Zajímavé je, že pro všechny rozkladové úrovn� dochází k nejv� tšímu p�ír� stku r2

adjusted p�i
zvýšení po� tu regresor� z jednoho na dva (v grafu nezachyceno) a všechny rozkladové úrovn�
mají p�i pouhých dvou regresorech velmi dobré výsledky. Další zvyšování dimenze pro J = 1
nep�ináší r� st upraveného koeficientu determinace, pro úrovn� J = 2,3 tento koeficient roste
až do optimální dimenze odpovídající úrovn� dJ. P�estože metoda hlavních komponent
transformuje p� vodní prom� nné xj na nové nekorelované prom� nné zj v závislosti na
p� vodních prom� nných52 relativn� netransparentn� 53, bylo zkoumáno, které z nových
regresor� jsou testovým kriteriem vybrány jako významné. Tabulka 5.5 obsahuje data
prezentovaná graficky na obrázku 5.4 spole� n� s indexy významných regresor� . Index
odpovídá sloupci v dekorelované matici pozorování Zij, v níž jsou prom� nné �azeny podle
velikosti vlastních � ísel. První sloupec této matice obsahuje p�idaný absolutní � len, tj. index
nejv� tšího vlastního � ísla je 2, druhého nejv� tšího 3, atd. Indexy jsou v tabulce �azeny podle
míry významnosti, které je ekvivalentní po�adí zahrnutí tohoto regresoru do modelu. 

Rozkladová úrove�  J Dimenze d r2
adjusted Významné regresory

J = 1

1 0.606 2

2 0.910 2,3

3 0.909 2,3,5

4 0.909 2,3,5,4

J = 2

1 0.621 2

2 0.910 2,3

3 0.921 2,3,5

4 0.924 2,3,5,4

5 0.927 2,3,5,4,9

6 0.928 2,3,5,4,9,6

7 0.930 2,3,5,4,9,6,8

52 Transformace je jedine� ná pro každou matici pozorování Xij.
53 Vyjád�ení transforma� ní matice T v prom� nných xj je netriviální. 

57



Rozkladová úrove�  J Dimenze d r2
adjusted Významné regresory

J = 3

1 0.625 2

2 0.915 2,3

3 0.927 2,3,11

4 0.933 2,3,11,5

5 0.938 2,3,11,5,10

6 0.942 2,3,11,5,10,9

7 0.944 2,3,11,5,10,9,6

8 0.945 2,3,11,5,10,9,6,4,8

Tabulka 5.5: Vliv rozkladové úrovn� J a dimenze d na po� et a index významných regresor� . Index nejv� tšího
vlastního � ísla je 2, druhého nejv� tšího 3, atd. 

Z tabulky vyplývá, že: 

1) V� tšina informace je nesena regresory s prvními dv� ma nejv� tšími vlastními � ísly (indexy
2 a 3). Tyto regresory jsou na všech rozkladových úrovních ur� eny jako dva nejvýznam� jší
a posta� ují pro dosáhnutí velmi kvalitní regrese. 

2) Pro úrovn� J = 1,2 jsou další významné regresory s indexy 5 a 4. Pro úrove� J = 3 jsou to
regresory s indexy 11 a 5. 

D� sledek t� chto skute� ností je pom� rn� triviální. Nejmenší výstižný regresní model
obsahuje 2 regresory. Tyto regresory není nutno hledat pomocí testového kriteria, jsou to vždy
prom� nné s dv� ma nejv� tšími vlastními � ísly. Pro zp�esn� ní modelu je možno k modelu p�idat
další dva regresory s indexy 5 a 4 (J = 1,2) nebo 11 a 5 (J = 3). 

Základní model bude nyní modifikován tak, aby pracoval práv� s dv� ma regresory, tj. nový
„pracovní“ model má tyto vlastnosti: rozklad pomocí vlnkové funkce db3 na úrovni 3
s následným výb� rem dvou nejvýznam� jších vysv� tlujících prom� nných. Výsledky této
modifikace základního modelu zachycuje obrázek 5.5. Tuto modifikaci je možné vid� t ve
všeobecné souvislosti s faktem, že je lomová textura dvourozm� rnou strukturou. V ideálním
p�ípad� by lomový proces zachycený v textu�e lomové plochy m� l být redukovatelný práv� na
dv�  veli� iny: CGR ve sm� ru x a y. 

P�i porovnání poslední modifikace základního modelu (obrázek 5.5) s modifikací
p�edchozí (obrázek 5.3) lze p�edevším z hodnot obou kriterií kvality regrese konstatovat, že
k nejv� tšímu poklesu kvality regrese došlo u vzork� C17 a C19 (zdvojnásobení hodnoty
MSE), které se projevilo v i regresi modelovaného souboru založeného na všech vzorcích
(vzr� st hodnoty MSE o 70%). Nicmén� tento pokles kvality je spojen se snížením po� tu
regresor� z dvanácti na dva, takže jej lze chápat jako malou pokutu za výrazné snížení
složitosti modelu.

58



Obr. 5.5: Lineární regrese základního modelu na celém souboru vzork�  p� i použití waveletu db3 a dimenze 2. 
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5.3.4 Volba vlnkových charakteristik

V p�edchozím odstavci bylo dosaženo vyrazného snížení dimenze lineárního modelu, když
bylo ukázáno, že regresory odpovídající prvním dv� ma nejv� tším vlastním � ísl� m nesou
v� tšinu informace o CGR. Kvalitních výsled� bylo dosaženo již pro rozkladovou úrove�
J = 1 (p� vodn� 6 vlnkových charakteristik), regrese na úrovni J = 3 je o n� co málo
kvalitn� jší, ovšem za cenu vyrazn� v� tších výpo� etních náklad� (p� vodn� 126 vlnkových
charakteristik pro získání pouhých dvou regresor� ). Naskýtá se otázka, zda nejde snížit po� et
složek p� vodního vektoru vlnkových charakteristik a tím dále zlepšit kvalitu regrese. Vektor
vlnkových charakteristik (3.4) lze rozd� lit na dva druhy prom� nných: st�ední odchylky C (3.1)
a rozptyly E (3.2). Numerické výsledky otestování významnosti obou typ� složek obsahuje
tabulka 5.6. Test byl proveden porovnáním pr� m� rných hodnot sumy � tverc� ochylek pro
p� vodní vektor p�íznak� a pro ob� jeho � ásti (pouze C � i pouze E). Porovnání bylo provedeno
p�i použití vlnkové funkce db3, všech t� i rozkladových úrovní, automatickém výb� ru dvou
hlavních regresor�  a p�i použití všech vzork�  jako trénovacího souboru. 

Pr� m� rné hodnoty sumy � tverc�  ochylek – MSE [10-3]

Modelovaný soubor J = 1 J = 2 J = 3

oba C E oba C E oba C E

C16 3.26 3.45 3.24 3.20 3.74 2.97 3.14 3.52 2.89

C17 3.56 3.35 3.89 3.50 3.58 3.70 3.40 3.44 3.44

C18 4.37 4.73 4.23 4.37 5.55 3.81 4.03 4.86 3.55

C19 7.79 8.19 7.62 7.90 9.14 7.32 7.29 7.83 6.95

Všechny vzorky 4.44 4.60 4.46 4.43 5.14 4.16 4.18 4.62 3.94

Tabulka 5.6: Porovnání hodnot MSE pro p�íznakové vektory založené pouze na st�edních odchylkách C, pouze
na rozptylech E � i na obou t� chto charakteristikách. Tu� n� zvýrazn� né hodnoty odpovídají
nejmenší hodnot�  MSE pro daný vzorek a úrove�  rozkladu. 

Z tabulky patrno, že regrese založená pouze na rozptylech E je lepší než regrese založená
pouze na st�edních odchylkách C (je tomu tak ve všech p�ípadech krom� vzorku C17 na
rozkladové úrovni 1). Dále je však tento model ve v� tšin� p�ípad� lepší než model založený
na obou charakteristikách. Z porovnání rozkladových úrovní je vid� t, že nejlepší je t�etí
rozkladová úrove� (hodnota MSE nabývá svého minima pro J = 3 pro všechny modelované
soubory krom�  C17). 

Hlavní p�ínos snížení po� tu p�íznak� p� vodního vektoru p�íznak� na polovinu (každý
detail D je charakterizován jediným � íslem E) je pro první úrove� rozkladu, nebo� sníží po� et
charakteristik obrázku na pouhé t� i, z nichž jsou vybrány dv� hlavní. Rozklad na úrovni J = 1
pro model založený pouze na rozptylech E je na obrázku 5.6. Grafy lineární regrese rozkladu
na úrovni J = 3 ukazuje obrázek 5.7. 
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Obr. 5.6: Lineární regrese na úrovni J = 1 na celém souboru vzork� p� i použití waveletu db3 a
dimenze 2. Vektor p�íznak�  byl sestaven pouze z rozptyl�  E. 
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Obr. 5.7: Lineární regrese základního modelu (úrove� J = 3) na celém souboru vzork� p� i
použití waveletu db3 a dimenze 2. Vektor p�íznak�  byl sestaven pouze z rozptyl�  E. 
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5.4 L ineární regresní model p� i zúženém trénovacím souboru

Ve všech do této chvíle analyzovaných modelech byl trénovacím souborem soubor všech
vzork� C16-19. Z tohoto d� vodu bylo posuzování hodnot kriterií jednotlivých vzork� jen
mírou kvality modelu na � ásti dat. Skute� ným testem kvality modelu jsou jeho p�edpovídací
schopnosti. Proto bude nyní n� kolik model� trénováno na jednotlivých vzorcích a bude
analyzována jejich schopnost modelování celé populace a tedy i fyzikálních zákonitostí. 

Následující tabulka shrnuje výsledky dosažené nejjednodušším modelem (db3, J = 1, dva
hlavní regresory, p�íznakový vektor složený pouze z rozptyl�  E) pro r� zné trénovací soubory. 

Trénovací
soubor

r2
adjusted na sob� MSE [10-3] na

sob�
r2

adjusted na všech
vzorcích

MSE [10-3] na
všech vzorcích

C16 0.940 3.09 0.909 4.60

C17 0.936 3.93 0.906 4.70

C18 0.920 4.02 0.907 4.87

C19 0.578 7.48 0.902 5.57

všechny vzorky 0.909 4.46 0.909 4.46

Tabulka 5.7: Porovnání hodnot upraveného koeficientu determinace r2
adjusted a pr� m� rného sou� tu � tverc�

odchylek MSE pro r� znou volbu trénovacího souboru. (db3, J = 1, dva hlavní regresory,
p�íznakový vektor složený pouze z rozptyl�  E)

Z tabulky 5.7 je patrno, že: 

1) (sloupce na sob� ) Jednotlivé vzorky dosahují (samy na sob� ) kvalitn� jší regrese než soubor
všech vzork� . To je p�irozené, nebo� je pro n� pom� r n/p menší. Vyjímku tvo�í vzorek
C19, který sám sebe neumí charakterizovat dv� ma regresory. 

2) (sloupce na všech vzorcích) Jednotlivé vzorky dosahují regrese na srovnatelné úrovni jako
trénovací soubor všech vzork� . Z toho lze usoudit, že charakteristiky extrahované modelem
z jednotlivých vzork� jsou spole� né všem vzork� m a tedy model postihuje fyzikální
závislost. Nejp�ekvapiv� jší je, že i vzorek C19, který dosahuje pom� rn� nekvalitní regrese
sám na sob� , je schopen velmi dob�e vystihnout ostatní vzorky. 

Detaily regrese pro jednotlivé vzorky ukazují obrázky 5.8 a 5.9. 
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a

b
Obr. 5.8: Lineární regrese na úrovni J = 1 p�i použití waveletu db3 a dimenze 2. Vektor

p�íznak�  pouze z rozptyl�  E. Model byl natrénován na vzorku: a - C16, b - C17. 
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a

b
Obr. 5.9: Lineární regrese na úrovni J = 1 p�i použití waveletu db3 a dimenze 2. Vektor

p�íznak�  pouze z rozptyl�  E. Model byl natrénován na vzorku: a - C18, b - C19. 
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Dále bylo op� t testováno, zda lze zkvalitnit regresi zvýšením rozkladové úrovn� .
Rozkladovou úrove� J = 3 nelze použít, protože obsahuje více vysv� tlujících prom� ných
(p = 63) než je po� et obraz� pro jednotlivé vzorky (n < p). Proto byl použit model
s rozkladovou úrovní J = 2 (tj. db3, J = 1, dva hlavní regresory, p�íznakový vektor složený
pouze z rozptyl�  E) pro r� zné trénovací soubory. 

Trénovací
soubor

r2
adjusted na sob� MSE [10-3] na

sob�
r2

adjusted na všech
vzorcích

MSE [10-3] na
všech vzorcích

C16 0.946 2.782 0.91613 4.29

C17 0.92467 3.7813 0.91157 4.6268

C18 0.93109 3.4412 0.90808 4.894

C19 0.61172 6.8828 0.9048 5.7881

všechny vzorky 0.915 4.1616 0.91522 4.1616

Tabulka 5.8: Porovnání hodnot upraveného koeficientu determinace r2
adjusted a pr� m� rného sou� tu � tverc�

odchylek MSE pro r� znou volbu trénovacího souboru. (db3, J = 2, dva hlavní regresory,
p�íznakový vektor složený pouze z rozptyl�  E)

Z tabulky 5.8 je patrno, že: 

1) (sloupce na sob� ) Jednotlivé vzorky op� t dosahují (samy na sob� ) kvalitn� jší regrese než
v p�edchozím p�ípad� J = 1, nicmén� tento nár� st kvality není p�íliš výrazný (cca 10%
zlepšení hodnoty MSE pro vzorky C16, C18 a C19). Regrese vzorku C19 je stále pom� rn�
nekvalitní. 

2) (sloupce na všech vzorcích) V pr� m� ru nedochází ke zlepšení oproti p�edchozímu p�ípadu
J = 1. To je konzistentní s daty zachycenými v tabulce 5.5 a obrázku 5.4. V tomto p�ípad�
(trénovací soubor jsou všechny vzorky) není rozdílu mezi první a druhou rozkladovou
úrovní p�i použití pouhých dvou regresor� . 

Zvýšení rozkladové úrovn� nep�ináší zkvalitn� ní regrese p�i použití dvou vysv� tlujícíh
prom� nných. Tento fakt není p�ekvapivý, protože optimální po� et regresor� pro úrove� J = 2
je vyšší, d2 = 7. Zlepšení kvality regrese lze také dosáhnout zvýšením po� tu regresor� . Pro
první rozkladovou úrove� toto srovnání nemá valnou hodnotu, protože metoda hlavních
komponent vybírá ze t�í prom� nných dv� , a tedy zahrnutím všech t�í regresor� nelze
p�edpokládat výrazné zlepšení. Na druhé rozkladové úrovni však toto zkoumat lze. Tabulka
5.9 shrnuje výsledky pro � ty� i hlavní regresory vybrané testovým kriteriem. 
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Trénovací
soubor

r2
adjusted na sob� MSE [10-3] na

sob�
r2

adjusted na všech
vzorcích

MSE [10-3] na
všech vzorcích

C16 0.954 2.23 0.927 3.71

C17 0.969 1.46 0.897 5.10

C18 0.949 2.45 0.922 5.79

C19 0.745 4.18 0.885 6.91

všechny vzorky 0.930 3.38 0.930 3.38

Tabulka 5.9: Porovnání hodnot upraveného koeficientu determinace r2
adjusted a pr� m� rného sou� tu � tverc�

odchylek MSE pro r� znou volbu trénovacího souboru. (db3, J = 2, � ty�i hlavní regresory,
p�íznakový vektor složený pouze z rozptyl�  E)

Ze srovnání tabulky 5.9 s p�edchozí tabulkou 5.8 je patrno, že: 

1) (sloupce na sob� ) Jednotlivé vzorky dosahují (samy na sob� ) v n� kterých p�ípadech
výrazn� kvalitn� jší regrese než v p�edchozím p�ípad� dvou hlavních regresor� . Výrazné je
zlepšení regrese vzork�  C17 a C19.

2) (sloupce na všech vzorcích) V pr� m� ru dochází ke zhoršení oproti p�edchozímu p�ípadu
dvou hlavních regresor� . Zvýšení po� tu regresor� umožní regresnímu modelu vybrat ty
významné charakteristiky, které jsou specifické konkrétnímu vzorku a nikoliv celé
populaci. 

Detaily regrese pro jednotlivé vzorky ukazují obrázky 5.10 a 5.11. Ze srovnání
s p�edchozími obrázky 5.8 a 5.9 je vid� t, že s rostoucí kvalitou regrese pro trénovací soubor
klesá kvalita predikce hodnot pro modelované soubory. 

V p�ípad� vzorku C16 je tento jev nejmén� patrný (malá systematická chyba v predikci
vzorku C18 pro malé hodnoty CGR). Trénovací vozrek C17 sytematicky poddhodnocuje
hodnoty CGE modelovaného vzorku C18 a naopak nadhodnocuje u vzorku C19, který má
zato ale menší rozptyl. Vzorek C18 naopak ješt� více nadhodnocuje u vzork� C17 a C19 a
u vzork� C17 a C18 dochází k zak�ivení pomyslné p�ímky procházející st�edem pásma bod�
na grafu. Vzorek C19 není schopen predikovat vysoké hodnoty u vzork�  C16 a C17. 

Z popisu zhoršení kvality regrese lze usoudit, že dimenze problému je krom� jiného také
svázaná s velikostí trénovacího souboru. 
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a

b
Obr. 5.10:Lineární regrese na úrovni J = 2 p�i použití waveletu db3 a dimenze 4. Vektor

p�íznak�  pouze z rozptyl�  E. Model byl natrénován na vzorku: a - C16, b - C17. 
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a

b
Obr. 5.11:Lineární regrese na úrovni J = 2 p�i použití waveletu db3 a dimenze 4. Vektor

p�íznak�  pouze z rozptyl�  E. Model byl natrénován na vzorku: a - C18, b - C19. 
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5.5 Nelineární analýza 

5.5.1 Nelineární analýza na celém souboru vzork�

Metoda nejmenších � tverc� použitá p�i lineární regresi p�edpokládá lineární vztahy mezi
vysv� tlovanou a vysv� tlovanými veli� inami. P�edpoklad, že vztah mezi CGR a vlnkovými
charakteristikami je také lineární, je do zna� né míry omezující, zvlášt� když neexistuje
fyzikální � i matematický d� vod, který by linearitu vztahu obhájil. Lineární analýza doposud
ukázala pom� rn� kvalitní výsledky, je však možno p�edpokládat, že obecná nelineární
závislost popíše vztah obrazové textury a CGR p�esn� ji. To je hlavní d� vod pro použití
nelineární analýzy. Druhý d� vod byl již nazna� en v odstavci 3.2 - základní vlnkové
charakteristiky obrazu, st�ední odchylku C a rozptyl E, lze transformovat na parametry
histogramu vlnkových koeficient�  �  a � , definované nelineárním vztahem (3.3). 

Protože neexistuje žádný model vztahu vlnkových koeficient� a CGR, je vhodn� jší použít
analýzu založenou na u� ení neuronové sít� než zkusmo hledat optimální nelineární vztah.
Nejjednodušší neuronová sí� pro nelineární regresi je trojvrstvá (vstupní vrstva – skrytá
nelineární vrstva – výstupní vrstva). Vstupní vrstva je lineární a její dimenze je shodná
s po� tem vysv� tlujících prom� nných. Skrytá vrstva modelující nelineární vztah je tvo�ena
neurony s p�enosovou funkcí tansig. Výstupní vrstva je tvo�ena jedním lineárním neuronem,
který „roztahuje“ výstup skryté vrstvy do požadovaného oboru hodnot. Z d� vodu maximální
jednoduchosti byl do skryté vrstvy zvolen jeden neuron. Neuronovou vrstvu lze tedy
symbolicky zapsat jako

p lin – 1 tansig – 1 lin.

Jako srovnávací model byla zvolena výše analyzovaná modifikace základního modelu
(db3, J = 1, dva hlavní regresory, p�íznakový vektor složený pouze z rozptyl� E). Následující
tabulka porovnává lineární a nelineární analýzu p�i použití všech vzork� jako trénovacího
souboru. První dva sloupce výsledk� obsahují hodnoty získané regresí lineárního modelu, ve
druhých dvou sloupcích jsou hodnoty stejného modelu analyzované neuronovou sítí s jedním
neuronem. Grafickou podobu výsledk�  regrese zachycuje obrázek 5.1254. 

54 Pro srovnání: lineární model je zachycen na obrázku 5.6.
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Obr. 5.12: Nelineární regresní model na celém souboru vzork�  (db3, J = 1, dva hl. regresory, pouze rozptyly E)
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Modelovaný
soubor

Lineární analýza Neuronová sí�

r2
adjusted MSE [10-3] r2

adjusted MSE [10-3] 

C16 0.939 3.24 0.936 3.32

C17 0.923 3.89 0.929 3.59

C18 0.919 4.23 0.923 3.97

C19 0.581 7.62 0.586 7.38

Všechny vzorky 0.909 4.46 0.913 4.28

Tabulka 5.10: Porovnání hodnot pr� m� rného sou� tu � tverc� odchylek MSE lineárního rozkladu a nelineární
analýzou neuronovou sítí. 

Z obou tabulek i obrázk� je vid� t, že neuronová sí� s jedním nelineárním neuronem
dosahuje jen nepatrn� (cca 5%) lepších výsledk� než lineární analýza. Z tabulky 5.11 je vid� t,
že zvýšení po� tu neuron� umož� uje modelování složit� jších nelineárních vazeb a další
zlepšení výsledk� . Neuronová sí� s p� ti nelineárními neurony je v porovnání s lineární
modelem lepší tém� � o 17%. 

Modelovaný
soubor

Neuronová sí�  – 2 neurony Neuronová sí�  – 5 neuron�

r2
adjusted MSE [10-3] r2

adjusted MSE [10-3] 

C16 0.945 2.82 0.965 1.80

C17 0.931 3.55 0.934 3.41

C18 0.930 3.65 0.930 3.59

C19 0.586 7.37 0.586 7.42

Všechny vzorky 0.918 4.05 0.924 3.72

Tabulka 5.11: Porovnání hodnot pr� m� rného sou� tu � tverc�  odchylek MSE dvou neuronových sítí. 

5.5.2 Nelineární analýza p�i zúženém trénovacím souboru 

Podobn� jako v p�ípad� lineárního modelu jsou skute� ným testem kvality modelu jeho
p�edpovídací schopnosti. Následující tabulka shrnuje výsledky dosažené p�i použití
nelineárního modelu s jedním nelineárním neuronem pro r� zné trénovací soubory. 

Trénovací
soubor

r2
adjusted na sob� MSE [10-3] na

sob�
r2

adjusted na všech
vzorcích

MSE [10-3] na
všech vzorcích

C16 0.939 3.11 0.911 4.49

C17 0.926 3.70 0.911 4.43

C18 0.926 3.67 0.904 5.10

C19 0.673 5.80 0.568 29.65

všechny vzorky 0.913 4.28 0.913 4.28

Tabulka 5.12: Porovnání hodnot upraveného koeficientu determinace r2
adjusted a pr� m� rného sou� tu � tverc�

odchylek MSE pro r� znou volbu trénovacího souboru. (db3, J = 1, dva hlavní regresory,
p�íznakový vektor složený pouze z rozptyl�  E, nuronová s)
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Z porovnání s tabulkou 5.7 je patrno, že: 

1) (sloupce na sob� ) Podle kriteria MSE p�ináší nelineární regrese op� t � áste� né vylepšení.
Naopak podle upraveného koeficientu determinace je vliv neuronové sít�  zanedbatelný. 

2) (sloupce na všech vzorcích) V p�ípad� vzrok� C16 a C17 je regrese kvalitn� jší, v p�ípad�
vzorku C18 nikoliv. 

3) Regrese založená na vzorku C19 naprosto selhává. 

Grafické vysledky regrese zachycují obrázky 5.13 a 5.1455. Trénovací vzorky C16-18 sice
nep�ináší výrazné zlepšení regrese samy na sob� , ale pro ostatní modelované soubory lze
z obrázk� vypozorovat menší systematické nadhodnocování � i podhodnocování. Z obrázku
5.14b je možno ur� it p�í� inu selhání trénovacího vzorku C19. Data jsou rozd� lena tém� � jen
do dvou skupin, což lze interpretovat jako situaci, v níž neuronová sí� posune v� tšinu hodnot
do plochých oblastí hyperbolické tangenty. Polovina dat je pak v oboru hodnot náležející
kladné ploché oblasti, polovina v oboru hodnot náležející záporné ploché oblasti.

55 Pro srovnání: lineární model je zachycen na obrázcích 5.10 a 5.11.
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a

b
Obr. 5.13:Lineární regrese na úrovni J = 1 p�i použití waveletu db3 a dimenze 2. Vektor

p�íznak� byl sestaven pouze z rozptyl� E. Model byl natrénován neuronovou sítí
s jedním nelineárním neuronem na vzorku: a - C16, b - C17. 
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a

b
Obr. 5.14:Lineární regrese na úrovni J = 1 p�i použití waveletu db3 a dimenze 2. Vektor

p�íznak� byl sestaven pouze z rozptyl� E. Model byl natrénován neuronovou sítí
s jedním nelineárním neuronem na vzorku: a - C18, b - C19. 
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5.6 Fyzikální interpretace regresního modelu 

Pro rozklad na první úrovni je celkový po� et p� vodních vysv� tlujících prom� nných xj

roven šesti. Použitím pouze rozptyl� E dojde ke snížení tohoto � ísla na t� i. Metodou hlavních
komponent jsou vybrány dva nové regresory zj, a proto je transforma� ní matice T typu 3 x 2.
Její hodnoty v p�ípad� rozkladu vlnkovou funkcí db3 na úrovni J = 1 a natrénování na všech
vzorcích jsou: 

T všechny vzorky =
0.5677 � 0.6786
0.5618 0.7331
0.6017 � 0.0443

. (5.6)

První sloupec vytvá�í první dekorelovaný regresor. Protože jsou koeficienty v prvním sloupci
velmi blízké, tento regresor tém� � sou� tem hodnot rozptylu horizontálního, vertikálního a
diagonálního detailu. Z hodnot v druhém sloupci je z�ejmé, že je to naopak rozdíl hodnot
horizontálního a vertikálního detailu, p�ísp� vek diagonálního detailu je nepatrný56. Hodnoty
transforma� ních matic p�i použití jednotlivých vzork� C16-19 jako trénovacího vzorku jsou si
numericky velmi blízké, nap�íklad pro „nejproblemati� t� jší“ vzorek C19 nabývá matice
hodnot: 

T C19 =
0.5604 � 0.7057
0.5600 0.7085
0.6102 � 0.0022

. (5.7)

První regresor (sou� et) vytvá�í pr� m� r hodnot rozptyl� E p�es všechny detaily a tedy
jakousi hladinu, v� � i níž se druhý regresor (rozdíl) m� že vymezit. V tomto p�ípad� je
interpretace transforma� ní matice velmi jednoduchá, ale slouží jako základ pro budoucí hlubší
analýzu transforma� ních matic vyšších úrovní rozkladu. Zbývá vyšet�it hodnoty regresních
koeficient�  b. Tabulka shrnuje jejich hodnoty pro r� zné trénovací soubory. 

Trénovací soubor b0 b1 b2

C16 0.000 0.4615 1.1855

C17 0.000 0.4806 0.9660

C18 0.000 0.5234 1.0885

C19 0.000 0.3652 0.8468

všechny vzorky 0.000 0.4592 1.1552

Tabulka 5.13: Porovnání regresních koeficient� pro r� znou volbu trénovacího souboru. (db3, J = 1, dva hlavní
regresory, p�íznakový vektor složený pouze z rozptyl�  E)

56 Všechny regresory jsou normovány. 
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Je vid� t, že normování posunuje data tak, aby ležela kolem po� átku, a proto není absolutní
� len (koeficient b0) pot�ebný. Pro všechny trénovací soubory krom� vzorku C19 se hodnoty
koeficientu prvního regresoru pohybují v intervalu ‹0.45, 0.53› a hodnoty druhého regresoru
v intervalu ‹0.84, 1.16›. Odchylky jsou dány odlišností jednotlivých vzork� . Podstatným
d� vodem pro odchylky mezi koeficienty je také skute� nost, že všechny modelované soubory
jsou vždy normovány podle aktuálního trénovacího souboru57. Tato skute� nost m� že p�ispívat
k výrazným odchylkám u koeficient� vzorku C19. V opa� ném p�ípad� je nutno spokojit se
s tvrzením, že – jak již bylo n� kolikrát nazna� eno – vzorek C19 se výrazn� liší od zbylých
vzork� . 

57 Z d� vodu zajišt� ní maximální kvality regrese pro trénovací soubor. 
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6 ZÁV� R

Tato práce splnila své hlavní cíle: 

1) pomocí vlnkové transformace konstruovala vektor p�íznak� pro obrazy povrchu únavových
lom� ,

2) z vektoru p�íznak� pomocí metod statistické analýzy dat a neuronových sítí vytvo� ila
složený parametr, korelující s lokální makroskopickou rychlostí ší�ení trhliny.

 V pr� b� hu analýzy byly zjišt� ny tyto skute� nosti: 

• Základní model (rozkladová úrove� J = 3, vlnková funkce db1, všechny významné
regresory) p�ináší pom� rn� dobrou korelaci mezi složeným parametrem a experimentální
hodnotou CGR p�i šestnácti regresorech. 

• Vyhodnocením kvality regrese pro r� zné rozkladové vlnkové funkce byla jako nejlepší
vybrána funkce db3. Separabilní wavelety dosahují lepší kvality regrese než wavelety
neseparabilní. 

• Vyhodnocením kvality regrese pro r� zný po� et regresor� bylo zjišt� no, že k dobré
charakterizaci modelu posta� í dva regresory, které lze nalézt automaticky jako
dekorelované prom� nné s nejv� tšími vlastními � ísly. Již pro první rozkladovou úrove�
J = 3 dosahuje model kvalitních výsledk� . Kvalita regrese se dále zlepšuje s úrovní
rozkladu a s po� tem regresor�  až do optimální hodnoty dJ pro danou úrove� . 

• Z dvojice charakteristik histogramu vlnkového rozkladu (st�ední odchylka C a rozptyl E) se
jeví význam� jší rozptyl E. 

• Bylo zjišt� no, že použití kteréhokoliv ze vzork� C16-19 jako trénovacího souboru je
posta� ující ke kvalitní predikci hodnot CGR u všech vzork�  krom�  vzorku C19. 

• Nelineární metody p�inášejí další zkvalitn� ní regrese. 

Možností modifikací a zlepšení analýzy je n� kolik: 

• Použití alternativních charakteristických veli� in � a � namísto použitých st�edních
odchylek C a rozptyl�  E. 

• Detailn� jší vyhodnocení vlivu analyzující vlnkové funkce s d� razem na malý po� et
regresor� . 

Výchozím bodem pro využití výsledk� by m� lo být p�edevším ov� �ení záv� r� dosažených
v této práci, a to pro po� etn� jší sadu vzork� . Dalším krokem by mohlo být detailn� jší
zkoumání v práci nastín� ných modifikací modelu, resp. jeho rozší�ení, sm� �ující k vylepšení
p�iléhavosti mezi makroskopickou rychlostí ší�ení trhliny odhadnutou z experimentu a její
hodnotou vypo� tenou z vlnkového rozkladu. 
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8 DODATEK: ANALÝZA S VÍCE ÚROVN� MI ROZLIŠENÍ

Analýza s více úrovn� mi rozlišení je definována jako dv� posloupnosti podprostor� {Vj},
{Wj} z L2(R), j Î Z, z nichž první obsahuje aproximace a druhá detaily. Posloupnost
uzav�ených podprostor�  Vj musí spl� ovat následujích n� kolik požadavk� : 

1) V j � 1 � V j  (8.1)

2) v� x � � V j � 1 � v � 2x � � V j  (8.2)

3) v � x � � V 0 � v � x � 1 � � V 0  (8.3)

4) �
j = � �

�

V j je hustá v L 2 R a 	
j = � �

� �

V j = 0 (8.4)

5) 
 � � � V 0 , � � 
 0 , soubor � � � x � l � � l � �  tvo�í Rieszovu bázi V0, 

Funkce� � , která je nazývána škálovací funkce, umož� uje vytvá�et aproximace
analyzovaného signálu v r� zných m� �ítcích projektováním signálu do podprostor� Vj. Každý
z t� chto podprostor� je schopen zachytit pouze detaily jisté míry (požadavek 1). V prostoru
Vj+1 leží aproximace analyzovaného signálu na úrovni j+1 a v prostoru Vj pak leží lepší
(detailn� jší) aproximace analyzovaného signálu58. Zp�esn� ním tohoto požadavku s ohledem na
výhody dyadické posloupnosti vede k požadavku 2. Následující t�etí požadavek je logický,
nebo� zajiš� uje uzav�enost prostoru Vj v� � i operaci posunu. Poslední, � tvrtý požadavek
požaduje hustotu, aby pomocí prostor� Vj bylo možno aproximovat všechny integrabilní
funkce s libovolnou p�esností. Posledním požadavkem je existence báze prostoru V0, � ímž
jsou automaticky dány báze ostatních prostor�  Vj. 

� len druhé posloupnosti podprostor� Wj+1 je definovány jako dopln� k prostoru Vj+1

v prostoru Vj neboli 

V j = V j � 1 � W j � 1  , (8.5)

což je vztah analogický vztahu . Prostor Wj je díky direktnosti definován jednozna� n� 59,
a proto lze každý prvek prostoru Vj psát jako jednozna� ný sou� et prvk� z Vj+1 a z Wj+1. Prostor
Wj+1 obsahuje „detaily“ pot�ebné k p�echodu od rozlišení j+1 k rozlišení j, tedy od hrubší
k jemn� jší aproximaci, a proto platí

�
j = � �

� �

W j = L 2 � R � (8.6)

Funkce je vlnkovou funkcí, pokud soubor fcí � � x � l � � l � � tvo�í Rieszovu bázi W0.
Potom platí, že soubor fcí � a , b � x � � a , b� � , tvo�í Rieszovu bázi L2(R). 

58 Zachycení detail�  s malým charakteristickým rozm� rem je možné pro malé hodnoty škály j. 
59 Podobn� jako je jednozna� n� definován t�etí bazický vektor R3, je-li zadána báze R2, na kterou má být

ortogonální.
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nezarazeno

http://evita.sourceforge.net/Presentations/ETRS2002/Hua/sld012.htm
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